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- Thời gian thực hiện: 3/2024 – 8/2025
2. Mục tiêu:
- Nghiên cứu lý thuyết về học máy và các thuật toán xử lý dữ liệu 
- Nghiên cứu các phương pháp thực nghiệm đo lường lĩnh vực in 3D
- Phân tích dữ liệu thực nghiệm để xác định mức độ các thông số điều chỉnh trong máy in 3D ảnh hưởng đến chất lượng in, độ chính xác và độ bền.
3. Tính mới và sáng tạo:  Đề tài đã phát triển một hướng tiếp cận mới dựa trên học máy, thông qua việc xây dựng mô hình dự đoán và tối ưu hóa áp dụng trên bộ dữ liệu chuẩn, bao gồm các thông số gia công, đặc tính vật liệu, cùng với kết quả thử nghiệm thực nghiệm về chất lượng sản phẩm in 3D. Mô hình này không chỉ khai thác hiệu quả các thuật toán học máy để thu thập, xử lý và phân tích dữ liệu, mà còn góp phần nâng cao khả năng dự báo và tối ưu các thông số công nghệ, từ đó hỗ trợ kiểm soát chất lượng và cải thiện hiệu suất quá trình in 3D một cách toàn diện.
4. Tóm tắt kết quả nghiên cứu:  Nghiên cứu này sử dụng học máy kết hợp ANOVA và phương pháp Stacking (gồm Linear Regression, Random Forest và Gradient Boosting) để dự đoán chất lượng chi tiết in 3D bằng FDM. Dữ liệu gồm 50 tổ hợp thông số như chiều cao lớp, mật độ đổ đầy, nhiệt độ đầu phun... trên vật liệu PLA và ABS. Mô hình đạt độ chính xác cao: 98% cho độ nhám, 96% cho độ bền kéo, 95% cho độ giãn dài. Chiều cao lớp và nhiệt độ đầu phun ảnh hưởng lớn đến đặc tính cơ học, trong khi mật độ và vật liệu ảnh hưởng đến bề mặt. Mô hình còn hỗ trợ tối ưu thông số đầu vào, giúp cải thiện chất lượng và tiết kiệm thử nghiệm.
5. Tên sản phẩm:  Bài báo đăng trên tạp chí quốc tế với tựa đề : “Analyzing the impact of process parameters on surface roughness and mechanical properties in FDM 3D printing using machine learning”. Tạp chí quốc tế International Journal on Interactive Design and Manufacturing (IJIDeM) – Springer Nature, indexed in Scopus (Q2).
6. Hiệu quả, phương thức chuyển giao kết quả nghiên cứu và khả năng áp dụng:  Phương pháp tiếp cận xây dựng một mô hình tối ưu hóa góp phần đưa ra một hướng đi tiếp cận trong việc nâng cao hiệu quả gia công và đồng thời hỗ trợ cho việc cải thiện chất lượng sản xuất trong lĩnh vực nghiên cứu in 3D.
7. Hình ảnh, sơ đồ minh họa chính 
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INFORMATION ON RESEARCH RESULTS

1. General information:
Project title: Research and Development of a Machine Learning Model for Optimizing the 3D Printing Process Based on Data
Code number: T2023-06-02
Coordinator: Mr. Duy Minh PHAN NGUYEN 
Implementing institution: University of Technology and Education - The university of Danang
Duration: from         03/2024           to    08/2025
2. Objective(s):
- Explore machine learning theories and data processing techniques
- Examine experimental methods for parameter measurement in 3D printing
- Analyze data to assess the impact of process parameters on print quality and mechanical performance
3. Creativeness and innovativeness: The research project developed a novel machine learning-based approach by constructing a predictive and optimization model grounded in a standardized dataset comprising process parameters, material characteristics, and experimental results related to 3D printing quality. This model effectively leverages machine learning algorithms for data acquisition, processing, and analysis, thereby enhancing the ability to predict and optimize technological parameters. As a result, it contributes to comprehensive quality control and performance improvement in the 3D printing process.
4. Research results: This study applies machine learning by integrating ANOVA with a Stacking approach (Linear Regression, Random Forest, and Gradient Boosting) to predict the quality of 3D-printed parts using FDM. The dataset includes 50 parameter combinations such as layer height, infill density, and nozzle temperature on PLA and ABS materials. The model achieved high prediction accuracy: 98% for surface roughness, 96% for tensile strength, and 95% for elongation. Layer height and nozzle temperature significantly affect mechanical properties, while infill density and material type influence surface quality. The model also enables input parameter optimization, enhancing quality and reducing experimental effort.
5. Products:  A scientific article titled “Analyzing the impact of process parameters on surface roughness and mechanical properties in FDM 3D printing using machine learning”, published in the International Journal on Interactive Design and Manufacturing (IJIDeM) – Springer Nature, indexed in Scopus (Q2).
6. Effects, transfer alternatives of reserach results and applicability: The proposed optimization model contributes to a new machine learning approach in enhancing machining efficiency and supports the improvement of production quality in the 3D printing research field. The model and findings can be transferred to educational, research, and industrial settings for practical deployment.
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· Ngoài nước:
Trong thập kỷ qua, công nghệ in 3D – còn gọi là sản xuất bồi đắp (Additive Manufacturing – AM)  đã có bước phát triển vượt bậc, góp phần tạo nên một làn sóng chuyển đổi mạnh mẽ trong thiết kế và chế tạo sản phẩm. Đặc biệt, phương pháp Fused Deposition Modeling (FDM), nhờ ưu điểm về chi phí thấp, khả năng chế tạo linh hoạt và tính phổ biến cao, đã trở thành lựa chọn chủ đạo trong nhiều lĩnh vực từ chế tạo nhanh mẫu thử (rapid prototyping) đến sản xuất quy mô nhỏ, giáo dục và y sinh. Tuy nhiên, hiệu quả của quá trình in FDM phụ thuộc lớn vào các thông số kỹ thuật như chiều cao lớp, tốc độ in, nhiệt độ đầu phun, mật độ vật liệu, kiểu mẫu infill, v.v. Việc thiết lập các thông số này một cách tối ưu là thách thức lớn, do mối quan hệ phi tuyến và tương tác phức tạp giữa chúng, ảnh hưởng trực tiếp đến chất lượng bề mặt và cơ lý của sản phẩm in. Trong bối cảnh đó, các thuật toán học máy (machine learning) được xem là công cụ tiềm năng để mô hình hóa và tối ưu hóa quy trình in 3D dựa trên dữ liệu thực nghiệm. Ứng dụng thuật toán máy học trong in 3D đã trở thành một xu hướng mới nổi trong những năm gần đây. Các thuật toán máy học có thể được sử dụng để cải thiện chất lượng, hiệu quả và khả năng sản xuất của các bộ phận in 3D. Các ứng dụng của thuật toán máy học trong in 3D có thể được chia thành ba nhóm chính:
- Thiết kế cho in 3D: Các thuật toán máy học có thể được sử dụng để tối ưu hóa thiết kế của các bộ phận in 3D, chẳng hạn như giảm chi phí vật liệu, cải thiện độ bền và hiệu suất. Sử dụng kỹ thuật máy học (ML) trong in 3D cho phép đề xuất các đặc trưng cho các mô hình thiết kế hỗ trợ máy tính hiện tại (CAD), giúp nhà thiết kế tăng tốc quá trình ra quyết định trong giai đoạn thiết kế. Ví dụ, một thuật toán ML kết hợp, bao gồm phân cụm phân cấp để phân loại các đặc trưng thiết kế AM và SVM để cải thiện kết quả phân cụm phân cấp nhằm tìm kiếm các đặc trưng thiết kế AM được đề xuất trong nghiên cứu của Yao et al. 2017 [1]. Nó đã giúp các nhà thiết kế không có nhiều kinh nghiệm với 3D printing xác định các đặc trưng thiết kế AM phù hợp cho các thành phần của ô tô điều khiển từ xa. Ngoài ra, các thuật toán ML đã được sử dụng để nhận diện đặc trưng của các mô hình CAD để phân tích khả năng chế tạo của in 3D. Phương pháp Heat Kernal Signature và phương pháp Multiscale clustering được sử dụng để phát hiện xem có ràng buộc chế tạo nào tồn tại trong một mô hình CAD cụ thể, giúp nhà thiết kế xác định lỗi thiết kế có thể xảy ra [2].
Trong một nghiên cứu của mình, Zhang et al. 2015 đã sử dụng thuật toán máy học để xác định hướng in lý tưởng để tránh đặt cấu trúc hỗ trợ trên các đặc trưng được người dùng ưa thích [3]. Trong một nghiên cứu khác để tối ưu hóa hướng in 3D, mô hình CNN đã được chứng minh là tốt hơn về mặt độ chính xác và nhất quán trong việc dự đoán thời gian xây dựng và khối lượng bộ phận so với mô hình hồi quy tuyến tính cơ bản [4]. 
- Tối ưu quy trình in: Các thuật toán máy học có thể được sử dụng để tối ưu hóa các thông số in, chẳng hạn như tốc độ in, nhiệt độ và áp suất đầu phun. Điều này có thể giúp cải thiện chất lượng bề mặt, độ chính xác và độ bền của các bộ phận in 3D. Li et al. 2019 sử dụng kỹ thuật học máy để dự đoán độ nhám bề mặt dựa trên các thông số gia công in 3D như độ dày lớp in, nhiệt độ đầu phun, tốc độ dịch chuyển của đầu phun [5]. Bayraktar et al. 2017 đề xuất mô hình có thể dự đoán được độ bền kéo dựa trên các thông số như nhiệt độ, cấu trúc in, độ dày lớp in [6].
Ngoài ra, các thuật toán máy học cũng có thể được sử dụng để cải thiện các khía cạnh khác của quy trình in 3D, chẳng hạn như:
- Kiểm soát chất lượng: Các thuật toán máy học có thể được sử dụng để theo dõi quá trình in và phát hiện các lỗi tiềm ẩn. Điều này có thể giúp cải thiện chất lượng tổng thể của các bộ phận in 3D.
- Kiểm tra khả năng in: Các thuật toán máy học có thể được sử dụng để xác định xem một thiết kế có thể được in thành công hay không.
- Tăng tốc độ cắt lớp: Các thuật toán máy học có thể được sử dụng để tự động tạo các mô hình cắt lớp cho các bộ phận in 3D.
- Lập đường đi của đầu phun: Các thuật toán máy học có thể được sử dụng để tối ưu hóa đường đi của đầu phun, giúp cải thiện hiệu quả in.
· Trong nước 
Hiện nay các công trình nghiên cứu về việc tối ưu hóa quy trình in 3D dựa trên các mô hình học máy vẫn chưa có nhiều. Các công bố trong nước chủ yếu chỉ liên quan đến phương pháp thiết kế, chế tạo các máy in 3D bằng phương pháp FDM.
Tuy nhiên, nhiều nghiên cứu trước đây chủ yếu sử dụng các mô hình đơn lẻ, thiếu khả năng khái quát tốt hoặc chưa có cơ chế đề xuất ngược tham số đầu vào từ yêu cầu đầu ra kỹ thuật. Đồng thời, các yếu tố thống kê như mức độ ảnh hưởng của từng thông số in thường chưa được phân tích sâu.
[bookmark: _Toc202517775]2. Tính cấp thiết của đề tài
Hiện nay, các kỹ thuật sản xuất bồi đắp (Additive Manufacturing-AM) hay in 3D đã phát triển ngày càng trưởng thành và mang đến một bước chuyển đổi mô hình trong cách thức thiết kế và sản xuất sản phẩm. Các kỹ thuật chế tạo từng lớp này cho phép tạo ra các chi tiết có hình học phức tạp và vật liệu phân bố chức năng, đồng thời giảm lãng phí vật liệu. AM đã vượt qua mục đích ban đầu chỉ là công cụ tạo mẫu sơ bộ, hiện đang dần được áp dụng vào sản xuất các bộ phận hoàn thiện. Nhiều kỹ thuật chế tạo khác nhau đã được phát triển để in các bộ phận chức năng thực từ nhiều loại và hình dạng vật liệu khác nhau, chẳng hạn như FFF (Fused Filament Fabrication), SLA (Stereolithography), SLS (Selective Laser Sintering), SLM (Selective Laser Melting) và LENS (Laser Engineered Net Shaping).
Tuy nhiên, các phương pháp in 3D vẫn tồn tại một số thách thức cần vượt qua, bao gồm: độ xốp do liên kết kém giữa các sợi, tính chất dị hướng của vật liệu và cong vênh do ứng suất dư thừa gây ra bởi bản chất làm nguội nhanh của các quá trình AM. Do đó, việc hiểu chi tiết về khả năng gia công của nguyên liệu (tính chất lưu biến và khả năng chảy của vật liệu) cũng như mối quan hệ giữa các thông số in, tính chất vật liệu của các chi tiết AM là rất cần thiết. Tuy nhiên, các quá trình AM liên quan đến nhiều thông số quy trình có thể ảnh hưởng đến chất lượng của các chi tiết cuối cùng, đòi hỏi sự hiểu biết sâu về các lĩnh vực khác nhau như tính chất vật liệu, tương tác rắn-lỏng, động học chất lỏng, phát triển hạt và tương tác nhiệt-cơ học. Việc thiết lập các mô hình dựa trên vật lý có thể khó khăn và tốn thời gian vì nó đòi hỏi kiến thức toàn diện về các quá trình. Để khắc phục việc lập mô hình dựa trên vật lý tốn thời gian và phát hiện sự bất thường trong quá trình giám sát trong quá trình kiểm soát chất lượng, chúng tôi đề xuất đề tài: Nghiên cứu và xây dựng mô hình học máy tối ưu hóa quy trình in 3d dựa trên dữ liệu. Dữ liệu liên quan đến các thông số gia công, vật liệu, cũng như các kết quả thử nghiệm về chất lượng gia công được thuật toán ML thu thập và xử lý để dự đoán cũng như tối ưu hóa các thông số gia công, kiểm soát chất lượng.
[bookmark: _Toc202517776]3. Mục tiêu của đề tài
Mục tiêu của nghiên cứu này nhằm phát triển một mô hình học máy tổ hợp (Optimal Stacking Model), kết hợp ba thuật toán LR, RF và GBM theo kiến trúc stacking nhiều tầng, đồng thời tích hợp phân tích thống kê ANOVA để đánh giá ảnh hưởng của các tham số kỹ thuật. Mô hình không chỉ dự đoán chính xác chất lượng in mà còn có khả năng suy luận ngược – đề xuất các thông số in phù hợp với đầu ra mong muốn. Trên nền dữ liệu thực nghiệm được từ quá trình in 3D, mô hình dự đoán và tối ưu hóa thông số thể hiện kết quả có giá trị và được so sánh với kết quả thực nghiệm thực tế.
[bookmark: _Toc202517777]4. Cách tiếp cận
•	Nghiên cứu lý thuyết tiền xử lý và xử lý dữ liệu: Phân phối, giá trị biên, tính tương quan…
•	Nghiên cứu tiếp cận lập trình trên nền tảng google collab
•	Nghiên cứu mô hình Neural Network và các thuật toán liên quan đến việc học dữ liệu.
•	Nghiên cứu đặc tính các bộ dữ liệu liên quan đến lĩnh vực in 3D
[bookmark: _Toc202517778]5. Phương pháp nghiên cứu
•	Nghiên cứu lý thuyết về học máy và các thuật toán xử lý dữ liệu 
•	Nghiên cứu các phương pháp thực nghiệm đo lường lĩnh vực in 3D
•	Phân tích dữ liệu thực nghiệm để xác định mức độ các thông số điều chỉnh trong máy in 3D ảnh hưởng đến chất lượng in, độ chính xác và độ bền.
[bookmark: _Toc202517779]6. Đối tượng và phạm vi nghiên cứu
· Đối tượng nghiên cứu
-Nền tảng Google Collab
-Các thông số thực nghiệm đo lường lĩnh vực in 3D ảnh hưởng đến chất lượng sản phẩm trong quá trình gia công.
-Mô hình học máy và các thuật toán liên quan đến việc học dữ liệu.
· Phạm vi nghiên cứu
-Nghiên cứu tập trung trong phạm vi học thuật mô hình học máy tự động ANN & phân tích dữ liệu ứng dụng chuyên sâu trong lĩnh vực gia công in 3D.
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[bookmark: _Toc202517781]CHƯƠNG I. TỔNG QUAN ĐỀ TÀI
1.1. [bookmark: _Toc202517782]Vấn đề
Trong thời đại Cách mạng Công nghiệp lần thứ tư (Industry 4.0), sự tích hợp giữa công nghệ kỹ thuật số, hệ thống vật lý – mạng (cyber-physical systems) và trí tuệ nhân tạo (AI) đang tạo ra những thay đổi sâu sắc trong mọi lĩnh vực sản xuất và thiết kế sản phẩm. Một trong những công nghệ then chốt góp phần thúc đẩy sự chuyển đổi này là in 3D – còn được gọi là sản xuất bồi đắp (Additive Manufacturing - AM). Công nghệ in 3D cho phép tạo ra các sản phẩm với hình dạng phức tạp mà phương pháp gia công truyền thống khó hoặc không thể thực hiện. Trong vài thập kỷ qua, in 3D đã chứng minh được tiềm năng ứng dụng mạnh mẽ trong các lĩnh vực như y tế (in mô sinh học, chân tay giả tùy chỉnh), hàng không vũ trụ (thiết kế nhẹ, vật liệu composite), công nghiệp ô tô (sản xuất chi tiết nhanh chóng), kiến trúc, thời trang, và giáo dục. Hệ thống in 3D là một công nghệ sản xuất tạo ra vật thể ba chiều bằng cách chồng lớp vật liệu theo từng lớp, trái ngược hoàn toàn với các phương pháp truyền thống như tiện, phay, hoặc đúc (subtractive manufacturing). Sự khác biệt cơ bản này khiến in 3D có khả năng tạo ra các cấu trúc hình học phức tạp, cá nhân hóa sản phẩm theo nhu cầu, và tiết kiệm vật liệu hiệu quả hơn so với gia công truyền thống.
Trong số các công nghệ in 3D hiện nay, Fused Deposition Modeling (FDM) – còn gọi là mô hình hóa bằng cách đùn vật liệu – là một trong những phương pháp phổ biến và được ứng dụng rộng rãi nhất nhờ vào tính đơn giản, chi phí thấp và khả năng sử dụng đa dạng vật liệu nhiệt dẻo. Công nghệ FDM hoạt động dựa trên nguyên lý nung chảy vật liệu nhựa nhiệt dẻo (thermoplastic) như PLA, ABS, PETG, Nylon, PC… thông qua một đầu phun gia nhiệt (nozzle). Vật liệu được cấp liên tục dạng sợi (filament), sau đó được đùn ra từ đầu phun với nhiệt độ cao và được lắng đọng lớp này chồng lên lớp kia trên một bề mặt nền (build platform) theo trình tự đã được lập trình từ bản thiết kế 3D (CAD). Khi lớp nhựa nóng được đùn ra tiếp xúc với môi trường, nó sẽ nhanh chóng nguội đi và kết dính với lớp trước đó để hình thành nên hình dạng ba chiều cuối cùng. 
Với sự phát triển của phần mềm mã nguồn mở như Cura, PrusaSlicer, và sự phổ biến của các máy in FDM giá rẻ như Creality Ender, Prusa i3, hay Anycubic Mega, công nghệ FDM hiện nay đã không còn giới hạn trong các phòng thí nghiệm nghiên cứu hay nhà máy sản xuất lớn mà còn phổ biến trong các trường học, viện nghiên cứu, và cả trong cộng đồng người dùng cá nhân. Điều này làm cho in 3D FDM trở thành công cụ lý tưởng trong các giai đoạn tạo mẫu nhanh (rapid prototyping), chế tạo linh kiện tùy biến, và thậm chí trong sản xuất hàng loạt với số lượng nhỏ.
Tuy nhiên, cùng với tiềm năng to lớn của công nghệ FDM, tồn tại nhiều thách thức và hạn chế. Đặc biệt, các sản phẩm tạo ra từ FDM thường có các đặc tính cơ học kém hơn so với các phương pháp gia công truyền thống, do bản chất của quá trình bồi đắp lớp dẫn đến các đường phân lớp rõ rệt, lỗ rỗng vi mô (voids), và sự thiếu đồng nhất trong liên kết giữa các lớp. Ngoài ra, các thông số kỹ thuật của quá trình in – bao gồm nhiệt độ đầu phun, tốc độ in, chiều cao lớp in, góc raster, mật độ đổ đầy (infill density), số lớp vỏ (shells) – đều ảnh hưởng mạnh mẽ đến các đặc tính đầu ra của sản phẩm, như độ bền kéo, độ nhám bề mặt, độ bền va đập, độ bền uốn, và cả độ chính xác hình học.
Thực tiễn cho thấy rằng, chỉ một sự thay đổi nhỏ trong thông số in cũng có thể dẫn đến sự khác biệt lớn trong hiệu suất cơ học của chi tiết in. Vì vậy, việc hiểu rõ ảnh hưởng của từng tham số, cũng như xây dựng mô hình dự đoán chính xác mối quan hệ giữa đầu vào và đầu ra, là điều kiện tiên quyết để tối ưu hóa quá trình FDM một cách có hệ thống và hiệu quả.
Trước đây, các phương pháp thống kê truyền thống như phân tích đơn biến (one-way ANOVA), phân tích hồi quy tuyến tính, thiết kế thí nghiệm (Design of Experiment - DOE) và phương pháp Taguchi đã được sử dụng để xác định các tham số tối ưu nhằm nâng cao chất lượng sản phẩm. Tuy nhiên, những phương pháp này thường giới hạn ở mối quan hệ tuyến tính và cần một số lượng lớn thử nghiệm vật lý để thu thập dữ liệu. Điều này dẫn đến chi phí cao và thời gian thực hiện dài, nhất là khi số lượng tham số tăng lên hoặc khi cần tối ưu nhiều mục tiêu cùng lúc.
Đứng trước những giới hạn đó, trí tuệ nhân tạo (AI) và học máy (Machine Learning - ML) đang nổi lên như một giải pháp hiệu quả và tiên tiến. Nhờ vào khả năng học và mô hình hóa các quan hệ phi tuyến phức tạp giữa đầu vào và đầu ra, các mô hình ML như Mạng nơ-ron nhân tạo (Artificial Neural Networks - ANN), Cây quyết định (Decision Trees - DT), Hồi quy rừng ngẫu nhiên (Random Forest Regressor), Máy vector hỗ trợ (Support Vector Machines - SVM), và XGBoost đang được áp dụng ngày càng nhiều trong các bài toán tối ưu hóa và dự đoán đặc tính của sản phẩm FDM.
Bên cạnh đó, một số nghiên cứu gần đây cũng tích hợp các mô hình lai (hybrid models) như ANN kết hợp với thuật toán bầy đàn (Particle Swarm Optimization - PSO), học sâu (Deep Learning), hay mạng nơ-ron mờ (Fuzzy Neural Networks) để tăng cường khả năng dự đoán và tối ưu hóa. Những mô hình này có khả năng học từ dữ liệu lịch sử để đưa ra dự đoán chính xác về độ bền kéo, độ bền va đập, hoặc độ nhám bề mặt mà không cần thực hiện thử nghiệm vật lý mới. Điều này mang lại lợi ích lớn trong việc tiết kiệm chi phí, thời gian và cải thiện khả năng ra quyết định trong môi trường sản xuất thông minh. Cùng với sự phát triển của các mô hình dữ liệu, nhiều nghiên cứu còn tập trung vào việc xây dựng hệ thống ra quyết định thông minh (smart decision-making systems), giúp người dùng máy in có thể điều chỉnh tham số in một cách tối ưu tự động dựa trên yêu cầu kỹ thuật đầu ra như giới hạn bền kéo, độ bền uốn, hoặc độ chính xác kích thước. Việc này không những nâng cao hiệu suất sản xuất mà còn giảm sự phụ thuộc vào kinh nghiệm thủ công.
Ngoài các đặc tính cơ học, tính thẩm mỹ và độ nhẵn bề mặt cũng là yếu tố không thể bỏ qua trong các ứng dụng thực tế. Các yếu tố như độ cao lớp in (layer height), tốc độ làm mát (cooling rate), hoặc mô hình đổ đầy (infill pattern) đều tác động rõ rệt đến độ nhám bề mặt và độ sắc nét của chi tiết. Một số nghiên cứu gần đây đã sử dụng mạng học sâu và kỹ thuật học chuyển tiếp (transfer learning) để nhận diện, phân loại lỗi in và đề xuất điều chỉnh thông số một cách thông minh.
Tóm lại, công nghệ in 3D FDM đang ngày càng phát triển mạnh mẽ và đa dạng, mở ra nhiều tiềm năng ứng dụng trong cả công nghiệp lẫn đời sống. Tuy nhiên, để khai thác tối ưu công nghệ này, việc phân tích và dự đoán ảnh hưởng của các tham số in đối với đặc tính sản phẩm thông qua mô hình học máy là hết sức cần thiết. Sự kết hợp giữa các kỹ thuật thống kê truyền thống và mô hình thông minh hiện đại sẽ là chìa khóa để hướng đến một nền sản xuất linh hoạt, chính xác và hiệu quả hơn trong tương lai.
1.2. [bookmark: _Toc202517783]Mục đích, phạm vi nghiên cứu
Trong bối cảnh sản xuất hiện đại, công nghệ in 3D – hay còn gọi là sản xuất bồi đắp (Additive Manufacturing - AM) – đã và đang trở thành một xu hướng trọng tâm trong cuộc cách mạng công nghiệp lần thứ tư (Industry 4.0).  Công nghệ in 3D, đặc biệt là phương pháp Fused Deposition Modelling (FDM), đã trở thành một trong những kỹ thuật sản xuất bồi đắp phổ biến và có ảnh hưởng sâu rộng nhất trong các lĩnh vực kỹ thuật hiện đại. Được giới thiệu bởi công ty Stratasys vào đầu những năm 1990, FDM đã dần trở thành lựa chọn ưu tiên để sản xuất các chi tiết có hình dạng phức tạp, đặc biệt là trong các môi trường học thuật, nghiên cứu và công nghiệp nhỏ [7]. Quá trình FDM hoạt động dựa trên nguyên lý nung chảy và đùn sợi nhựa nhiệt dẻo qua đầu phun, sau đó đắp từng lớp vật liệu lên bàn in để tạo thành vật thể hoàn chỉnh. Tuy phương pháp này mang lại nhiều lợi ích như chi phí thấp, dễ vận hành và tính linh hoạt cao, nhưng vẫn tồn tại nhiều hạn chế liên quan đến chất lượng cơ học và độ nhẵn bề mặt của sản phẩm [8]. Những hạn chế này phần lớn chịu ảnh hưởng trực tiếp bởi các tham số in như chiều cao lớp, mật độ đắp, tốc độ in, nhiệt độ đầu phun, hướng raster, v.v. Mặc dù FDM sử dụng nhiều loại vật liệu polymer khác nhau như acrylonitrile butadiene styrene (ABS), polyamide (PA), polylactic acid (PLA), polycarbonate (PC), thermoplastic polyurethane (TPU), và polyethylene terephthalate (PET), nhược điểm chính của kỹ thuật này là đặc tính cơ học kém, chất lượng bề mặt và hình thức không đồng đều. Chính vì vậy, chìa khóa để cải thiện đặc tính cơ học của sản phẩm in 3D bằng FDM nằm ở việc tối ưu hóa các thông số in [9].
Để cải thiện các tính chất cơ học và tối ưu chất lượng bề mặt sản phẩm in FDM, nhiều nghiên cứu đã tập trung vào việc khảo sát ảnh hưởng của các thông số in thông qua phương pháp thống kê truyền thống như Thiết kế thí nghiệm (Design of Experiments – DOE), đặc biệt là Phương pháp Bề mặt Đáp ứng (RSM) và phương pháp Taguchi. Samykano et al. [10] là một trong những nghiên cứu nền tảng sử dụng phương pháp RSM để khảo sát ảnh hưởng của chiều cao lớp, góc raster và mật độ infill đến các tính chất cơ học của sản phẩm in FDM. Kết quả cho thấy việc tăng mật độ infill có tác động tích cực đến độ bền kéo và mô đun Young, nhưng lại làm giảm độ giãn dài khi đứt. Tương tự, nhiều nghiên cứu khác cũng áp dụng phương pháp Taguchi kết hợp với phân tích phương sai (ANOVA) để đánh giá và tối ưu hóa các thông số in [11]. Trong nghiên cứu [12], tác giả sử dụng phương pháp Taguchi với ma trận trực giao L9 để phân tích ảnh hưởng của chiều dày lớp, hướng in và góc raster đến độ bền kéo và độ giãn dài của mẫu in PLA, theo chuẩn ASTM. Kết quả ANOVA khẳng định chiều dày lớp là yếu tố ảnh hưởng mạnh nhất đến tính chất cơ học.
Trong khi đó việc triển khai các mô hình ML trong in 3D cũng không đơn giản. Những thách thức cần giải quyết bao gồm: lựa chọn đặc trưng đầu vào phù hợp (feature selection), xử lý dữ liệu thiếu hoặc nhiễu, tránh hiện tượng overfitting do dữ liệu huấn luyện hạn chế, và đảm bảo tính khả giải (interpretability) của mô hình khi triển khai thực tế. Vì vậy, cần một nghiên cứu hệ thống để xây dựng quy trình ứng dụng ML một cách bài bản trong tối ưu hóa và kiểm soát chất lượng in 3D.
Từ các phân tích trên, đề tài này đặt ra mục tiêu tổng quát và cụ thể như sau:
Mục tiêu tổng quát:
· Xây dựng mô hình học máy để hỗ trợ quá trình tối ưu hóa và kiểm soát quy trình in 3D dựa trên dữ liệu thực nghiệm về thông số gia công và chất lượng sản phẩm.
Mục tiêu cụ thể:
1. Thu thập và xây dựng tập dữ liệu tiêu chuẩn gồm thông số đầu vào (vật liệu, nhiệt độ, tốc độ, độ dày lớp in...) và kết quả đầu ra (độ nhám, độ bền kéo, sai số hình học...).
2. Khảo sát và đánh giá các thuật toán học máy (Random Forest, SVM, XGBoost, ANN, CNN...) nhằm tìm ra mô hình phù hợp nhất cho từng loại bài toán (dự đoán, phân loại, tối ưu).
3. Xây dựng hệ thống dự đoán và tối ưu hóa quy trình in 3D có khả năng đề xuất tham số gia công phù hợp để đạt chất lượng mong muốn.
4. Phát triển mô hình phát hiện lỗi trong thời gian thực bằng ML, phục vụ cho giám sát và kiểm soát chất lượng trong quá trình in.
5. Đánh giá hiệu quả của hệ thống ML xây dựng được thông qua các chỉ số như MAE, RMSE, R² [13] trong các tình huống ứng dụng thực tiễn.
Tầm quan trọng của đề tài: Nghiên cứu này có tiềm năng lớn trong việc cải thiện chất lượng và hiệu quả của quy trình in 3D, đặc biệt trong bối cảnh sản xuất cá nhân hóa, sản xuất theo lô nhỏ, hoặc sản xuất chi tiết kỹ thuật cao. Hơn nữa, đề tài còn góp phần xây dựng nền tảng ứng dụng trí tuệ nhân tạo trong sản xuất thông minh – một lĩnh vực đang được Chính phủ và doanh nghiệp Việt Nam quan tâm thúc đẩy trong Chiến lược quốc gia về chuyển đổi số.
1.3. [bookmark: _Toc202517784]Giới thiệu về hệ thống gia công in 3D
In 3D FDM hoạt động dựa trên nguyên lý đùn vật liệu nhựa nhiệt dẻo (filament) qua một đầu phun (nozzle) được làm nóng để tạo ra các lớp vật liệu chồng lên nhau, hình thành sản phẩm 3D theo mô hình số hóa. Các thành phần chính của hệ thống FDM bao gồm:
- Đầu in (Extruder): Gồm động cơ đẩy filament, bộ phận làm nóng (hotend) để làm chảy nhựa, và vòi phun (nozzle) để đùn vật liệu.
- Bàn in (Build Plate): Nơi sản phẩm được tạo thành, thường được làm nóng để tăng độ bám dính.
- Hệ thống điều khiển: Bao gồm các động cơ bước (stepper motors) để di chuyển đầu in và bàn in theo trục X, Y, Z, cùng với phần mềm điều khiển (firmware).
- Vật liệu in (Filament): Thường là nhựa nhiệt dẻo như PLA, ABS, PETG, TPU, hoặc các vật liệu composite có bổ sung sợi carbon, kim loại, v.v.
- Phần mềm cắt lớp (Slicer): Chuyển đổi mô hình 3D thành các lệnh G-code để điều khiển máy in, ví dụ: Cura, PrusaSlicer, Simplify3D.
Quy trình in FDM bao gồm:
- Thiết kế mô hình 3D (CAD).
- Cắt lớp mô hình bằng phần mềm slicer, thiết lập các thông số in.
- In từng lớp vật liệu, lớp này chồng lên lớp kia.
- Làm nguội và hoàn thiện sản phẩm (gỡ khỏi bàn in, xử lý hậu kỳ như chà nhám, sơn, hoặc xử lý hóa học).
[bookmark: _Toc202517785]1.3.1. Các thông số ảnh hưởng đến độ nhám bề mặt
Độ nhám bề mặt (surface roughness) là một yếu tố quan trọng ảnh hưởng đến chất lượng thẩm mỹ và chức năng của sản phẩm in 3D FDM. Các thông số chính ảnh hưởng bao gồm:
- Độ dày lớp (Layer Height):Độ dày lớp là khoảng cách theo chiều dọc giữa các lớp vật liệu. 
- Đường kính vòi phun (Nozzle Diameter): Vòi phun nhỏ hơn tạo ra các đường đùn mịn hơn, giảm độ nhám bề mặt, đặc biệt ở các chi tiết nhỏ hoặc phức tạp. Tuy nhiên, vòi phun nhỏ làm tăng thời gian in và dễ bị tắc nếu vật liệu không đồng nhất.
- Tốc độ in (Print Speed):  Tốc độ in cao có thể gây rung động hoặc đùn không đều, dẫn đến bề mặt kém mịn. Tốc độ thấp hơn giúp kiểm soát dòng chảy vật liệu tốt hơn, cải thiện độ nhám nhưng làm tăng thời gian in.
- Nhiệt độ in (Print Temperature): Nhiệt độ quá cao có thể gây chảy nhựa quá mức, dẫn đến bề mặt gồ ghề hoặc rỉ nhựa. Nhiệt độ quá thấp gây đùn không đều, tạo bề mặt không đồng nhất.
- Hướng in (Orientation): Hướng đặt mô hình trên bàn in ảnh hưởng đến cách các lớp chồng lên nhau. Bề mặt song song với bàn in thường mịn hơn so với bề mặt dọc (do hiệu ứng bậc thang).
- Tỷ lệ lấp đầy (Infill Percentage) và mẫu lấp đầy (Infill Pattern): Tỷ lệ lấp đầy thấp hoặc mẫu lấp đầy thưa (như rectilinear) có thể gây ra bề mặt trên không đồng đều, đặc biệt với các chi tiết mỏng. Tỷ lệ lấp đầy cao và mẫu lấp đầy dày đặc (như cubic) cải thiện độ mịn bề mặt trên.
- Hậu xử lý (Post-Processing): Các kỹ thuật như chà nhám, đánh bóng, hoặc phủ hóa chất (ví dụ: acetone vapor cho ABS) có thể giảm độ nhám đáng kể sau khi in.
[bookmark: _Toc202517786]1.3.2. Các thông số ảnh hưởng đến cơ tính
Cơ tính như độ bền kéo (tensile strength), độ cứng (hardness), và khả năng chịu uốn (flexural strength) của sản phẩm in 3D FDM phụ thuộc vào các thông số sau:
- Loại vật liệu
- Tỷ lệ lấp đầy (Infill Percentage): Tỷ lệ lấp đầy cao (50–100%) tăng độ bền và độ cứng do tăng khối lượng vật liệu bên trong. Tỷ lệ thấp (10–20%) làm giảm trọng lượng nhưng giảm cơ tính.
- Mẫu lấp đầy (Infill Pattern): Mẫu lấp đầy ảnh hưởng đến phân bố lực. Grid hoặc rectilinear: Phù hợp cho tải đều, nhưng yếu khi chịu lực đa hướng. Honeycomb, cubic, gyroid: Cung cấp độ bền đồng đều hơn, đặc biệt với lực nén hoặc uốn.
- Độ dày lớp (Layer Height): Độ dày lớp nhỏ cải thiện độ bám dính giữa các lớp, tăng độ bền kéo theo hướng trục Z. Độ dày lớn có thể làm giảm độ bám dính, dẫn đến phân lớp.
- Nhiệt độ in (Print Temperature): Nhiệt độ tối ưu đảm bảo vật liệu chảy đều, tăng độ bám dính giữa các lớp, cải thiện cơ tính. Nhiệt độ quá cao gây suy giảm vật liệu (degradation), làm giảm độ bền; nhiệt độ quá thấp gây bám dính kém.
- Số lượng lớp vỏ (Wall/Shell Thickness): Tăng số lớp vỏ cải thiện độ bền kéo và khả năng chịu lực nén của chi tiết, đặc biệt ở các bề mặt ngoài.
- Hướng in (Orientation): Hướng in quyết định cách lực phân bố qua các lớp. Chi tiết in song song với bàn in (theo trục X-Y) thường bền hơn theo hướng kéo, nhưng yếu theo trục Z do độ bám dính lớp kém hơn.
- Tốc độ in (Print Speed): Tốc độ cao có thể làm giảm độ bám dính giữa các lớp do thời gian làm nguội không đủ, dẫn đến giảm cơ tính. Tốc độ thấp giúp vật liệu liên kết tốt hơn.
- Nhiệt độ bàn in (Bed Temperature): Nhiệt độ bàn in phù hợp cải thiện độ bám dính lớp đầu tiên và giảm ứng suất nhiệt, tăng độ bền tổng thể.
Việc điều chỉnh các thông số này cần cân nhắc giữa chất lượng, thời gian in, và chi phí, tùy thuộc vào yêu cầu cụ thể của ứng dụng. Các thử nghiệm thực tế (như in mẫu thử với các thông số khác nhau) là cần thiết để tìm ra thiết lập tối ưu.
[bookmark: _Toc199184084]

[bookmark: _Toc202517787]CHƯƠNG II. CƠ SỞ LÝ THUYẾT

2.1. [bookmark: _Toc202517788]Tổng quan về tối ưu hóa các thông số trong lĩnh vực in 3D
Công nghệ in 3D, hay còn gọi là sản xuất bồi đắp (Additive Manufacturing - AM), đã trải qua một cuộc cách mạng đáng kể trong hai thập kỷ gần đây, đặc biệt với sự phát triển và phổ biến rộng rãi của kỹ thuật Fused Deposition Modeling (FDM) [7]– một trong những phương pháp in 3D đơn giản, chi phí thấp và phổ biến nhất. FDM hoạt động dựa trên nguyên lý đùn nóng nhựa nhiệt dẻo (thường là PLA, ABS, PETG, v.v.), từng lớp một, theo biên dạng cắt lớp từ mô hình số ba chiều (3D CAD). Qua đó, sản phẩm được tạo hình theo từng lát cắt mỏng được chồng lên nhau tuần tự, cho phép tạo ra các chi tiết có hình học phức tạp mà phương pháp truyền thống khó thực hiện.
Tuy nhiên, chất lượng sản phẩm FDM bị ảnh hưởng bởi rất nhiều yếu tố, bao gồm: chiều cao lớp in (layer height), nhiệt độ đầu phun (nozzle temperature), tốc độ in (printing speed), mật độ vật liệu đắp (infill density), hướng in (build orientation), loại vật liệu sử dụng, và các điều kiện môi trường in (nhiệt độ buồng, độ ẩm, độ rung...). Các yếu tố này không chỉ tác động riêng lẻ mà còn tương tác với nhau theo nhiều cách phi tuyến, khiến việc kiểm soát và tối ưu hóa quy trình in trở thành một thách thức kỹ thuật lớn.
Do tính phức tạp nêu trên, việc thiết kế thí nghiệm và tối ưu hóa quy trình in FDM đã trở thành một hướng nghiên cứu quan trọng trong lĩnh vực sản xuất tiên tiến. Mục tiêu là tìm ra các cấu hình thông số in tốt nhất để thỏa mãn một hoặc nhiều mục tiêu đầu ra, chẳng hạn như:
· Giảm độ nhám bề mặt (surface roughness) → tăng tính thẩm mỹ và độ khớp.
· Tăng độ bền kéo (tensile strength) → nâng cao tính chịu lực của chi tiết.
· Tối ưu hóa độ giãn dài (elongation at break) → cải thiện độ dẻo, khả năng hấp thụ năng lượng.
· Rút ngắn thời gian in hoặc tiết kiệm vật liệu.
Để đạt được mục tiêu này, hướng tiếp cận chính thường được sử dụng là phương pháp mô hình hóa quá trình kết hợp với các công cụ học máy để cải thiện hiệu quả tính toán, độ chính xác và khả năng tổng quát hóa. Mô hình hóa quá trình là bước đầu tiên và quan trọng nhất trong việc hiểu được mối quan hệ giữa thông số đầu vào và đặc tính đầu ra. Mục tiêu là xây dựng một mô hình toán học (hàm số, hệ phương trình, mô hình hồi quy hoặc mô hình học máy) phản ánh chính xác hành vi của hệ thống thực. Trong giai đoạn đầu phát triển FDM, các nhà nghiên cứu thường sử dụng các mô hình thực nghiệm tuyến tính đơn giản, dựa trên hồi quy tuyến tính hoặc phương pháp thiết kế thí nghiệm truyền thống như Taguchi, Full Factorial Design, hoặc Response Surface Methodology (RSM).
Một nghiên cứu tập trung vào vật liệu PA12 và cũng sử dụng phương pháp Taguchi (L8) để phân tích tác động của các thông số in đến đặc tính cơ học [14]. Dựa trên các kết quả thực nghiệm và phân tích thống kê, tác giả đã xây dựng các phương trình hồi quy để dự đoán và lựa chọn tổ hợp tham số tối ưu mà không cần thực hiện thêm các thí nghiệm bổ sung. Nguyễn et al. [15] đã chứng minh rằng phương pháp Taguchi không chỉ đơn giản, hệ thống mà còn hiệu quả trong việc tối ưu hóa quy trình in với số lượng thí nghiệm tối thiểu, giúp tiết kiệm đáng kể thời gian và chi phí. Tuy nhiên, các phương pháp thống kê truyền thống thường bị giới hạn khi xử lý dữ liệu phi tuyến hoặc có tính phức tạp cao. Do đó, nhiều nghiên cứu gần đây đã chuyển sang áp dụng các phương pháp học máy và trí tuệ nhân tạo để mô hình hóa quá trình in 3D và tối ưu hóa tham số in một cách hiệu quả hơn. Trong [16], các mô hình học máy được ứng dụng để dự đoán các thuộc tính cơ học của vật thể in 3D, trong đó thuật toán XGBoost được xác định là có độ chính xác cao nhất trong việc dự đoán độ bền kéo từ các tham số như nhiệt độ đầu phun, tốc độ in, mật độ infill và chiều cao lớp. Nghiên cứu [17] sử dụng mạng nơ-ron mờ loại Takagi-Sugeno (T-S fuzzy neural network) để mô hình hóa phi tuyến quá trình FDM với dữ liệu in PLA. Kết quả cho thấy mô hình này có thể dự đoán chính xác độ bền kéo và có khả năng tái tạo hành vi phi tuyến của hệ thống FDM.
Bên cạnh đó, nghiên cứu [7] cũng sử dụng mạng nơ-ron truyền thống (ANN) để dự đoán độ bền kéo của các mẫu vật in bằng sợi polyamide gia cường sợi carbon. Nhờ khả năng học phi tuyến mạnh mẽ, ANN cho phép mô hình hóa quan hệ phức tạp giữa các tham số in và tính chất đầu ra. Hơn nữa, một kỹ thuật tối ưu hóa đa mục tiêu kết hợp các phương pháp cây quyết định (DT), phân tích thứ bậc mờ (FAHP) và phương pháp đánh giá tỷ lệ tương đối phức hợp (COPRAS) đã được phát triển trong [18] để tìm ra tổ hợp tham số tối ưu nhằm tối đa hóa đặc tính cơ học. Trong nghiên cứu này, góc raster, chiều rộng raster và chiều dày lớp được xác định là các yếu tố quan trọng nhất ảnh hưởng đến độ bền cơ học.
Jatti et al. [19] đã thực hiện hai phương pháp tiếp cận khác nhau: một là sử dụng RSM với thiết kế trung tâm tổ hợp (CCD) để tối ưu hóa các tham số in thông qua 31 lượt thí nghiệm; hai là áp dụng hồi quy phi tuyến để xây dựng mô hình dự đoán độ bền kéo, độ bền va đập và độ bền uốn dựa trên mật độ infill, chiều cao lớp, tốc độ in và nhiệt độ đầu phun. Cả hai phương pháp đều góp phần cung cấp mô hình hóa toàn diện hơn cho quá trình in FDM.
Trong nghiên cứu [20], năm thuật toán học máy có giám sát được so sánh trong việc dự đoán độ bền kéo từ dữ liệu in FDM. Kết quả cho thấy mô hình XGBoost tiếp tục khẳng định hiệu quả vượt trội về độ chính xác và độ ổn định, tạo tiền đề cho việc phát triển các mô hình dự đoán triển khai trong thực tiễn. Ngoài các tham số in cơ bản, hướng đặt mẫu trong vùng làm việc của máy in cũng được xem xét trong [21], vì nó có thể tác động đáng kể đến phân bố ứng suất và cơ tính vật liệu in. Điều này mở ra hướng nghiên cứu kết hợp giữa thông số in và yếu tố hình học để dự đoán chính xác hơn hành vi cơ học. Không chỉ dừng lại ở tính chất cơ học, một khía cạnh khác rất được quan tâm trong nghiên cứu FDM là chất lượng bề mặt, đặc biệt là độ nhám bề mặt. Trong [22], Shirmohammadi et al. sử dụng mạng nơ-ron nhân tạo kết hợp với thuật toán bầy đàn (PSO) để tối ưu hóa độ nhám bề mặt từ các đầu vào như nhiệt độ đầu phun, chiều dày lớp, tốc độ in, đường kính vòi phun và mật độ vật liệu. Các nghiên cứu [23], [24], [25] cũng đề cập sâu sắc đến ảnh hưởng của thông số quá trình đến độ nhám và đưa ra khuyến nghị về tổ hợp tham số tối ưu. Đáng chú ý, trong [26], một mô hình học sâu tích hợp bốn kiến trúc mạng khác nhau – CNN, ResNet152, MobileNet và Inception V3 – được đề xuất nhằm xây dựng hệ thống dự đoán ngược, cho phép lựa chọn tổ hợp thông số đầu vào phù hợp với yêu cầu chất lượng cụ thể của sản phẩm in.
Các phương pháp trên giúp xác định ảnh hưởng thống kê của từng biến và tương tác giữa các biến, từ đó xây dựng mô hình dự báo có thể chấp nhận được trong phạm vi dữ liệu thí nghiệm. Tuy nhiên, các mô hình này có một số giới hạn:
· Chúng thường giả định tuyến tính hoặc bán tuyến tính.
· Yêu cầu số lượng thí nghiệm lớn để bao phủ toàn bộ không gian tham số.
· Không phù hợp với các mối quan hệ phi tuyến hoặc có nhiều nhiễu.
Do đó, sự phát triển của khoa học dữ liệu và học máy đã mở ra hướng tiếp cận mới cho mô hình hóa quá trình in FDM. Các thuật toán như Random Forest (RF), Support Vector Regression (SVM), Gradient Boosting (GB), Artificial Neural Networks (ANN)… được sử dụng để xây dựng các mô hình phi tuyến mạnh, có khả năng học sâu và khai thác toàn diện dữ liệu thực nghiệm mà không cần mô hình vật lý phức tạp. Bên cạnh đó, một điểm quan trọng trong mô hình hóa quá trình là việc lựa chọn đặc trưng (feature selection). Không phải tất cả các biến đầu vào đều ảnh hưởng như nhau đến mỗi đầu ra. Do đó, việc sử dụng các kỹ thuật như ANOVA, mutual information, recursive feature elimination (RFE) hay thậm chí sử dụng SHAP values giúp đánh giá và lựa chọn các đặc trưng quan trọng để tăng độ chính xác và khả năng giải thích của mô hình.
Ngoài ra, với sự hỗ trợ từ mô hình học máy, một hướng mới là tối ưu hóa ngược (inverse modeling), trong đó người dùng đưa ra yêu cầu đầu ra, và mô hình sẽ truy ngược lại các thông số đầu vào phù hợp. Đây là kỹ thuật rất tiềm năng để xây dựng hệ thống đề xuất cấu hình in tự động – một bước tiến hướng tới in 3D tự hành (autonomous 3D printing).
Việc mô hình hóa và tối ưu hóa quy trình in FDM là một hướng đi chiến lược để nâng cao hiệu quả, chất lượng và khả năng ứng dụng rộng rãi của công nghệ in 3D trong sản xuất công nghiệp. Với sự kết hợp giữa mô hình thực nghiệm và các thuật toán học máy hiện đại, các nhà nghiên cứu có thể vượt qua giới hạn của phương pháp truyền thống, xây dựng nên các hệ thống hỗ trợ ra quyết định, thậm chí tự động điều chỉnh cấu hình in dựa trên mục tiêu đầu ra đã xác định. Trong bối cảnh chuyển đổi số và sản xuất thông minh, các phương pháp này là chìa khóa cho sự phát triển của các hệ thống in 3D thông minh, thích ứng và tối ưu hóa theo thời gian thực.
2.2. [bookmark: _Toc202517789]Tổng quan về các phương pháp phân tích dữ liệu
2.2.1. [bookmark: _Toc202517790]Phân tích phương sai ANOVA
Phân tích phương sai, hay ANOVA (Analysis of Variance), là một công cụ thống kê cốt lõi được thiết kế để đánh giá sự khác biệt về trung bình của một biến phản hồi định lượng giữa nhiều nhóm phân loại (categorical groups). Trái với phép kiểm định t – vốn chỉ so sánh giữa hai nhóm – ANOVA cho phép so sánh đồng thời trung bình của ba nhóm trở lên, từ đó giúp phát hiện xem một yếu tố (hoặc nhiều yếu tố) có ảnh hưởng đáng kể đến biến kết quả hay không.
Mục tiêu trung tâm của ANOVA là phân rã tổng phương sai quan sát được trong dữ liệu thành các thành phần khác nhau, từ đó xác định liệu sự biến thiên giữa các nhóm có đáng kể so với biến thiên bên trong nhóm (do nhiễu hay sai số ngẫu nhiên) hay không. Nếu sự khác biệt giữa các nhóm là đủ lớn so với sự dao động ngẫu nhiên bên trong nhóm, ta có thể kết luận rằng yếu tố đang xét có ảnh hưởng đến kết quả.
Một đặc điểm quan trọng của ANOVA là nó không xác định nhóm nào lớn hơn nhóm nào, mà chỉ cho biết sự khác biệt tổng thể giữa các nhóm có ý nghĩa thống kê hay không. Sau khi ANOVA chỉ ra có sự khác biệt, người nghiên cứu thường thực hiện các kiểm định hậu kiểm (post-hoc) như Tukey HSD, Bonferroni hoặc LSD để xác định các cặp nhóm cụ thể có sự khác biệt rõ rệt.
Trong lĩnh vực kỹ thuật – đặc biệt là sản xuất, vật liệu, cơ khí, điện tử và in 3D – ANOVA thường được sử dụng như một bước phân tích trung gian hoặc nền tảng trong:
· Đánh giá hiệu ứng của các thông số quá trình đến các chỉ tiêu chất lượng đầu ra.
· Phân tích độ quan trọng tương đối giữa các yếu tố đầu vào.
· Xác định các yếu tố có tương tác lẫn nhau.
· Chọn lọc đặc trưng (feature selection) khi huấn luyện mô hình học máy.
Sức mạnh của ANOVA nằm ở khả năng xử lý thiết kế thí nghiệm (Design of Experiments – DOE) một cách khoa học. Các mô hình truyền thống như Taguchi, RSM hay factorial đều sử dụng ANOVA như một bước then chốt để đánh giá ảnh hưởng thống kê của các yếu tố. Thông qua đó, người nghiên cứu có thể:
· Tiết kiệm số lượng thí nghiệm.
· Tăng tính hiệu quả của việc tối ưu hóa thông số đầu vào.
· Hiểu được bản chất thống kê đằng sau mỗi yếu tố kỹ thuật.
Ví dụ, trong quá trình in 3D FDM, các yếu tố như chiều cao lớp, tốc độ in, và nhiệt độ đầu phun có thể ảnh hưởng đến độ nhám bề mặt. Nếu không có công cụ như ANOVA, việc xác định yếu tố nào là quan trọng sẽ phải dựa vào kinh nghiệm hoặc trực quan – điều này không đáng tin cậy và không thể khái quát. Với ANOVA, các nhà nghiên cứu có thể định lượng ảnh hưởng của từng thông số một cách khoa học, từ đó đưa ra quyết định tối ưu dựa trên số liệu.
Bên cạnh đó, ANOVA còn hỗ trợ phân tích mối quan hệ giữa các yếu tố đầu vào và giúp giải thích kết quả của các mô hình hồi quy hoặc mô hình học máy (ML). Trong quá trình huấn luyện các mô hình như Random Forest hay Gradient Boosting, ANOVA có thể được sử dụng như một phương pháp thống kê hỗ trợ để kiểm tra tầm quan trọng của từng đặc trưng, kiểm tra giả định tuyến tính, hoặc làm nền cho việc giảm chiều dữ liệu.
Tóm lại, ANOVA không chỉ là một công cụ thống kê, mà còn là một thành phần thiết yếu trong tư duy phân tích thực nghiệm hiện đại. Dù đơn giản về mặt công thức, nhưng giá trị của ANOVA trong thực hành kỹ thuật và tối ưu hóa quy trình là rất lớn. Việc tích hợp ANOVA vào các mô hình dữ liệu-hướng dẫn (data-driven modeling) và học máy giúp tăng độ tin cậy và tính khả giải của các mô hình, đồng thời tạo nền tảng vững chắc cho các quyết định kỹ thuật có căn cứ.
Phân tích phương sai (ANOVA) được xây dựng trên nền tảng toán học xác suất và thống kê, đặc biệt là lý thuyết về phương sai và phân phối chuẩn. Ý tưởng cốt lõi là tách tổng phương sai trong dữ liệu thành hai hoặc nhiều thành phần, mỗi thành phần tương ứng với một nguồn biến thiên: do yếu tố kiểm soát (biến giữa nhóm) và do nhiễu hoặc sai số ngẫu nhiên (biến trong nhóm). Việc đánh giá sự khác biệt trung bình giữa các nhóm sẽ được thực hiện thông qua chỉ số thống kê F, dựa trên tỷ số giữa phương sai giữa nhóm và phương sai trong nhóm. 
Khi giá trị F đủ lớn, giả thuyết không (các nhóm có trung bình bằng nhau) sẽ bị bác bỏ. Các giả định chính cần thỏa mãn bao gồm: phân phối chuẩn của sai số, phương sai đồng nhất, và tính độc lập giữa các quan sát.
Trong nghiên cứu kỹ thuật, ANOVA thường được sử dụng như một công cụ trung tâm trong thiết kế thí nghiệm (Design of Experiments – DOE) nhằm đánh giá mức độ ảnh hưởng và mức độ tương tác giữa các thông số quy trình. Ví dụ điển hình là trong tối ưu hóa thông số in 3D, kỹ sư có thể sử dụng ANOVA để phân tích xem chiều cao lớp, tốc độ in hoặc nhiệt độ đầu phun ảnh hưởng như thế nào đến độ nhám bề mặt hoặc độ bền kéo của sản phẩm. Nếu giá trị p từ ANOVA chỉ ra rằng một yếu tố không có ảnh hưởng thống kê, người nghiên cứu có thể loại bỏ nó ra khỏi các mô hình tiếp theo nhằm giảm độ phức tạp và chi phí thí nghiệm.
Không chỉ có giá trị độc lập, ANOVA còn thường xuyên được tích hợp vào các quy trình huấn luyện mô hình học máy để đánh giá đặc trưng đầu vào (feature selection) hoặc kiểm định độ tin cậy của mô hình. Trong các bài toán hồi quy kỹ thuật như dự đoán độ bền vật liệu, tuổi thọ linh kiện hay sai số chế tạo, ANOVA có thể đóng vai trò là phương pháp đánh giá hậu kiểm để xác nhận rằng các đặc trưng sử dụng trong mô hình có ảnh hưởng thống kê đáng kể, từ đó tránh hiện tượng nhiễu thông tin hoặc quá khớp (overfitting).
Ngoài ra, ANOVA cũng được sử dụng trong các hệ thống kiểm soát chất lượng và giám sát sản xuất để xác định xem sự thay đổi giữa các dây chuyền, các lô sản xuất hoặc các ca làm việc có dẫn đến khác biệt đáng kể trong chất lượng sản phẩm hay không. Điều này đặc biệt quan trọng trong môi trường công nghiệp có yêu cầu cao về độ ổn định và tính nhất quán của quy trình.
Tóm lại, mặc dù đơn giản về mặt mô hình toán học, ANOVA vẫn là một công cụ nền tảng và có độ ứng dụng cao trong toàn bộ chuỗi phân tích – từ tiền xử lý dữ liệu, đánh giá yếu tố, xây dựng mô hình đến kiểm định hiệu suất của hệ thống. Việc hiểu và sử dụng đúng ANOVA giúp nâng cao tính khả giải, hiệu quả và độ tin cậy của các hệ thống phân tích dữ liệu trong kỹ thuật hiện đại.
2.2.2. [bookmark: _Toc199184088][bookmark: _Toc202517791]Phương pháp hồi quy tuyến tính
Trong bối cảnh sản xuất hiện đại, khi dữ liệu thực nghiệm ngày càng trở nên phong phú và đóng vai trò trung tâm trong quy trình ra quyết định, các phương pháp thống kê đóng vai trò then chốt trong việc khai thác và chuyển hóa dữ liệu thành tri thức hữu ích. Một trong những công cụ phổ biến và mạnh mẽ nhất trong số đó chính là hồi quy tuyến tính [27]– đặc biệt là hồi quy bội [28]– giúp mô hình hóa mối quan hệ giữa nhiều biến số, phục vụ cả mục tiêu dự báo lẫn hiểu rõ cơ chế ảnh hưởng giữa các yếu tố của hệ thống. Hồi quy không chỉ đơn thuần là một phương pháp toán học, mà còn là một hệ tư tưởng, một khung phương pháp luận giúp chuyển đổi dữ liệu quan sát thành kiến thức định lượng và có thể hành động. Khi được áp dụng vào các quy trình sản xuất tiên tiến như in 3D (Additive Manufacturing), hồi quy bội thể hiện sức mạnh trong việc tối ưu hóa thông số, dự đoán chất lượng sản phẩm và nâng cao hiệu suất tổng thể của dây chuyền sản xuất.
Ưu điểm vượt trội của hồi quy bội là khả năng mô hình hóa các mối quan hệ đa biến phức tạp, cho phép nhà phân tích không chỉ đánh giá mức độ ảnh hưởng của từng yếu tố riêng lẻ, mà còn hiểu được cách các yếu tố này tương tác lẫn nhau, bổ sung hoặc triệt tiêu tác động lên biến đầu ra. Hơn thế nữa, hồi quy bội còn cung cấp một khung đánh giá định lượng vững chắc: các hệ số hồi quy có thể được kiểm định thống kê để xác định ý nghĩa của chúng (p-value), mức độ phù hợp của mô hình có thể được đo lường qua hệ số xác định R², và giả định phân phối chuẩn của phần dư có thể được kiểm tra để đảm bảo tính hợp lệ của mô hình. Đặc biệt, hồi quy bội cũng có thể được sử dụng để phát hiện vấn đề đa cộng tuyến (multicollinearity), tức là sự tương quan cao giữa các biến độc lập, một hiện tượng phổ biến trong các hệ thống có nhiều yếu tố đầu vào như sản xuất in 3D, được mô tả như phương trình dưới đây [29]:
			(1)
với 	Y : Biến phụ thuộc
	X1 ,… , Xn : Các biến độc lập
	β0, β1 ,… , βn: Tham số hoặc hệ số của mô hình hồi quy
	 : Sai lệch
Ứng dụng của hồi quy bội trong lĩnh vực in 3D [30] minh chứng rõ nét cho tiềm năng của phương pháp này. In 3D là một công nghệ gia công lớp theo lớp, trong đó các đặc tính đầu ra của sản phẩm (như độ bền kéo, độ chính xác kích thước, độ nhám bề mặt, độ xốp) bị chi phối bởi nhiều thông số quy trình, bao gồm nhiệt độ đầu phun, tốc độ đùn vật liệu, chiều cao lớp in, mật độ lớp lấp đầy, loại vật liệu, tốc độ di chuyển đầu in, và điều kiện môi trường như nhiệt độ và độ ẩm. Mỗi một thay đổi nhỏ trong thông số đầu vào có thể dẫn đến thay đổi lớn trong chất lượng sản phẩm đầu ra. Việc thực hiện thử nghiệm đầy đủ cho mọi tổ hợp thông số là không khả thi do chi phí và thời gian. Chính vì vậy, mô hình hồi quy bội trở thành công cụ đắc lực để suy luận và dự báo [31].
Tóm lại, hồi quy bội là một trong những công cụ phân tích định lượng mạnh mẽ và linh hoạt nhất, đóng vai trò không thể thiếu trong việc tối ưu hóa quy trình, dự đoán kết quả và phân tích ảnh hưởng nhân quả trong các hệ thống sản xuất phức tạp như in 3D. Việc nắm vững và ứng dụng hồi quy bội một cách hiệu quả không chỉ giúp tiết kiệm thời gian, vật liệu, chi phí thử nghiệm, mà còn nâng cao đáng kể năng lực kiểm soát và cải tiến quy trình sản xuất trong bối cảnh chuyển đổi số của nền công nghiệp hiện đại.
Trong thực tế, hiệu suất của các phương pháp phân tích hồi quy phụ thuộc vào hình thức của quá trình tạo dữ liệu. Thông thường, hình thức thực sự của quá trình tạo dữ liệu không được biết đến, vì vậy trong phân tích hồi quy người ta thường đưa ra các giả định về quy trình này. Những giả thuyết này có thể kiểm chứng được nếu có nhiều dữ liệu. Các mô hình hồi quy để dự báo [32] thường hữu ích ngay cả khi các giả định có ý nghĩa, mặc dù chúng có thể không hoạt động tối ưu. Tuy nhiên, trong nhiều ứng dụng, đặc biệt với các câu hỏi về quan hệ nhân quả dựa trên dữ liệu quan sát, phương pháp hồi quy cho kết quả sai lệch.
2.2.3. [bookmark: _Toc199184089][bookmark: _Toc202517792]Phương pháp Random Forest Regressor
Random Forest Regressor (RFR) [33] là một thuật toán học máy thuộc nhóm mô hình ensemble learning (học tổ hợp), được phát triển bởi Leo Breiman vào năm 2001 như một phần mở rộng của thuật toán cây quyết định (Decision Tree). Thuật toán Random Forest không chỉ khắc phục được các nhược điểm phổ biến của cây quyết định đơn lẻ như hiện tượng overfitting, mà còn cung cấp hiệu suất dự đoán vượt trội, tính ổn định cao và khả năng tổng quát hóa tốt ngay cả trong những bộ dữ liệu phức tạp, nhiều chiều và có nhiễu. Trong bối cảnh học máy ứng dụng vào phân tích dữ liệu kỹ thuật, như tối ưu hóa quy trình sản xuất, mô hình hóa vật liệu, hoặc điều khiển quá trình, RFR là một công cụ hiệu quả để xây dựng mô hình dự đoán chính xác và dễ diễn giải. Random Forest là một thuật toán học tổ hợp theo cơ chế bagging (Bootstrap Aggregating) [34]. Ý tưởng chính của bagging là cải thiện hiệu suất dự đoán bằng cách tạo ra nhiều mô hình học yếu (weak learners) và kết hợp đầu ra của chúng để giảm phương sai (variance) trong dự đoán.
Cụ thể, Random Forest xây dựng một “rừng” gồm nhiều cây quyết định (decision trees), mỗi cây được huấn luyện trên một mẫu bootstrap ngẫu nhiên từ tập dữ liệu gốc. Mỗi mẫu bootstrap [35] là một tập con được chọn ngẫu nhiên có hoàn lại từ dữ liệu ban đầu, thường chiếm khoảng 63% số mẫu gốc. Đối với bài toán hồi quy, kết quả đầu ra của mô hình là trung bình của các dự đoán từ tất cả các cây con trong rừng:
             				         (2)
Trong đó:
· T: số cây trong rừng,
· : dự đoán của cây thứ t cho đầu vào x.
Đặc biệt, trong quá trình huấn luyện mỗi cây, tại mỗi nút phân chia, Random Forest chỉ xét một tập con ngẫu nhiên của các đặc trưng thay vì toàn bộ các đặc trưng. Chiến lược này góp phần tăng tính ngẫu nhiên, giúp đa dạng hóa các cây trong rừng và giảm tương quan giữa các cây, từ đó nâng cao độ chính xác và khả năng tổng quát hóa của mô hình toàn cục. Ở mỗi nút trong một cây, thuật toán lựa chọn đặc trưng và ngưỡng phân chia sao cho giảm một hàm mất mát – thường là Mean Squared Error (MSE) trong bài toán hồi quy. Mục tiêu là tìm ra phép chia tách dữ liệu sao cho tổng sai số trong hai nhánh con là nhỏ nhất. Do mỗi cây được huấn luyện độc lập với tập con và tập đặc trưng khác nhau, toàn bộ rừng có khả năng học được đa dạng quy luật từ dữ liệu gốc. Việc đánh giá hiệu suất mô hình thường sử dụng một tập dữ liệu kiểm định độc lập. Tuy nhiên, trong Random Forest còn tồn tại khái niệm Out-of-Bag (OOB) error – tức lỗi dự đoán của từng cây trên những mẫu không nằm trong tập bootstrap của nó. Trung bình của các lỗi OOB trên toàn bộ tập dữ liệu được xem như một chỉ số chính xác nội bộ mạnh mẽ, giúp đánh giá mô hình mà không cần tách riêng tập kiểm thử.
Random Forest Regressor [36], [37] nổi bật so với các mô hình khác bởi các đặc điểm sau:
· Khả năng chống overfitting tốt: Nhờ cơ chế bagging và ngẫu nhiên hóa đặc trưng, RFR giảm hiện tượng cây học quá sát dữ liệu huấn luyện – một vấn đề thường gặp ở cây quyết định truyền thống.
· Hiệu suất cao với dữ liệu phi tuyến và phức tạp: RFR không giả định tuyến tính trong dữ liệu, có thể mô hình hóa mối quan hệ phi tuyến giữa đầu vào và đầu ra hiệu quả.
· Xử lý tốt dữ liệu nhiễu và thiếu: Nhờ bản chất tổ hợp, mô hình ít bị ảnh hưởng bởi nhiễu hoặc ngoại lệ (outliers) hơn các mô hình tuyến tính.
· Cung cấp chỉ số quan trọng của đặc trưng (feature importance): Thông qua phân tích tần suất và mức độ giảm sai số do từng đặc trưng tạo ra tại các nút phân chia, RFR giúp đánh giá vai trò tương đối của các đặc trưng đầu vào.
· Linh hoạt và dễ hiệu chỉnh: Các siêu tham số như số lượng cây (n_estimators), chiều sâu tối đa của cây (max_depth), và số đặc trưng xét tại mỗi nút (max_features) có thể được điều chỉnh để tối ưu hiệu năng mô hình.
Tuy có nhiều ưu điểm, RFR cũng tồn tại một số hạn chế cần được cân nhắc: (i) Thiếu khả năng diễn giải chi tiết: Dù có thể đánh giá tầm quan trọng của đặc trưng, cấu trúc tổ hợp khiến mô hình khó giải thích hơn so với hồi quy tuyến tính hoặc cây đơn. (ii) Dự đoán không mượt mà: Trong bài toán hồi quy, đầu ra của RFR là trung bình của nhiều cây, mỗi cây tạo ra các dự đoán theo từng vùng giá trị rời rạc, do đó mô hình có thể không tạo ra các dự đoán hoàn toàn trơn tru.
Trong nghiên cứu tối ưu hóa quá trình in 3D FDM, RFR có thể được sử dụng để xây dựng mô hình dự đoán độ bền kéo hoặc độ nhám bề mặt dựa trên các thông số đầu vào như chiều cao lớp, tốc độ in, nhiệt độ đầu phun, và loại vật liệu. So với hồi quy tuyến tính, mô hình RFR giúp nắm bắt được các mối quan hệ phi tuyến và tương tác phức tạp giữa các thông số – điều rất khó đạt được nếu chỉ sử dụng các mô hình thống kê truyền thống.
Ngoài ra, trong học máy kết hợp (ensemble), RFR còn thường được sử dụng như một mô hình nền trong các kỹ thuật stacking, boosting hoặc voting. Nhờ tính ổn định và hiệu suất cao, RFR là lựa chọn tối ưu để làm nền cho các mô hình tổng hợp phức tạp [38].
2.2.4. [bookmark: _Toc199184090][bookmark: _Toc202517793]Gradient Boosting Machine (GBM)
Gradient Boosting Machine (GBM) [39], [40] là một thuật toán học máy thuộc nhóm học tổ hợp (ensemble learning), được phát triển dựa trên khái niệm boosting – một kỹ thuật mạnh mẽ nhằm cải thiện hiệu năng của mô hình học yếu (weak learners) thông qua học tăng cường có định hướng. Trong bối cảnh học máy hiện đại, GBM được đánh giá là một trong những phương pháp phi tuyến có độ chính xác cao nhất, đặc biệt hiệu quả trong các bài toán dự báo định lượng (hồi quy) và phân loại trong môi trường dữ liệu phức tạp và có nhiễu [41]. Trong kỹ thuật và sản xuất thông minh, GBM thường được sử dụng để mô hình hóa các quy trình công nghệ, dự đoán đầu ra chất lượng sản phẩm, hoặc hỗ trợ ra quyết định trong tối ưu hóa đa mục tiêu.
Boosting [39], [40] là kỹ thuật tổ hợp mà trong đó các mô hình học yếu được huấn luyện tuần tự, và mỗi mô hình sau tập trung vào việc sửa sai cho mô hình trước đó. Gradient Boosting mở rộng ý tưởng này bằng cách sử dụng kỹ thuật tối ưu hóa gradient để huấn luyện mô hình tiếp theo sao cho giảm hàm mất mát của toàn bộ mô hình tổ hợp.
Với bài toán hồi quy, GBM xây dựng một mô hình tổ hợp dưới dạng:
   					 (3)
trong đó:
· mô hình sau M bước boosting,
· : mô hình học yếu tại bước thứ m (thường là cây hồi quy nông – shallow regression tree),
· : hệ số học (learning rate) điều chỉnh tốc độ cập nhật mô hình.
Cách tiếp cận này cho phép GBM xây dựng mô hình theo hướng tối ưu hóa trực tiếp hàm mất mát, với mỗi bước là một cải tiến dần của mô hình. Việc huấn luyện theo gradient không những tạo ra mô hình có độ chính xác cao, mà còn giữ cho mô hình có cấu trúc phân cấp rõ ràng, dễ kiểm soát.
GBM có một số thành phần và siêu tham số quan trọng cần được điều chỉnh để đạt hiệu quả tốt nhất:
· Learning Rate (η): điều chỉnh mức độ ảnh hưởng của mỗi cây mới trong mô hình tổng. Giá trị nhỏ giúp cải thiện hiệu suất tổng quát hóa, nhưng yêu cầu nhiều cây hơn.
· Number of Trees (n_estimators): số lượng cây con trong mô hình boosting. Thường cần được lựa chọn dựa trên validation set hoặc cross-validation.
· Max Depth: độ sâu tối đa của cây, ảnh hưởng đến khả năng biểu diễn và độ phức tạp của mô hình học yếu.
· Subsample: tỷ lệ mẫu được sử dụng tại mỗi bước boosting. Khi nhỏ hơn 1, giúp tránh overfitting (được gọi là stochastic gradient boosting).
· Loss Function: hàm mất mát được tối ưu, thường là MSE trong hồi quy và log-loss trong phân loại nhị phân.
Việc điều chỉnh các siêu tham số nói trên là bước quan trọng, yêu cầu kỹ thuật như grid search, random search hoặc Bayesian optimization để đảm bảo mô hình đạt được cân bằng giữa độ chính xác và độ khái quát.
GBM nổi bật [42], [43], [44]trong nhiều ứng dụng nhờ các ưu điểm sau:
· Hiệu suất dự báo rất cao: Khi được hiệu chỉnh đúng, GBM thường vượt trội hơn hẳn so với các mô hình truyền thống như hồi quy tuyến tính, SVM hay thậm chí là Random Forest.
· Khả năng mô hình hóa quan hệ phi tuyến phức tạp: Các cây hồi quy trong GBM có khả năng nắm bắt các mối tương tác không tuyến tính giữa các biến đầu vào.
· Linh hoạt trong lựa chọn hàm mất mát: Người dùng có thể tùy chỉnh hàm mất mát phù hợp với mục tiêu bài toán (MSE, Huber, quantile, log-loss, Poisson...).
· Tích hợp kiểm soát overfitting: Các cơ chế như shrinkage (learning rate), early stopping và subsampling giúp GBM kiểm soát hiện tượng học quá mức.
Dù mạnh mẽ, GBM cũng tồn tại một số hạn chế nhất định: (i) Dễ overfitting nếu không điều chỉnh tốt: Khi số cây quá lớn hoặc cây quá sâu, mô hình có thể học cả nhiễu trong dữ liệu huấn luyện. (ii) Tốc độ huấn luyện chậm: Do các cây được huấn luyện tuần tự, GBM thường chậm hơn so với Random Forest – vốn huấn luyện các cây song song. GBM được sử dụng rộng rãi trong nhiều lĩnh vực kỹ thuật và công nghiệp nhờ độ chính xác cao và khả năng mở rộng. Trong nghiên cứu tối ưu hóa in 3D FDM, GBM có thể được huấn luyện để dự đoán độ nhám bề mặt từ dữ liệu gồm chiều cao lớp, nhiệt độ đầu phun, tốc độ in và mật độ lấp đầy. Mô hình không chỉ đưa ra dự đoán chính xác, mà còn cung cấp độ quan trọng của từng thông số, hỗ trợ kỹ sư thiết lập quy trình in hiệu quả. Ngoài ra, GBM còn được tích hợp như mô hình nền trong kỹ thuật stacking hoặc voting ensemble, góp phần xây dựng các mô hình tổng hợp mạnh như Stacked Regressors – mô hình mà hiệu năng thường vượt trội so với bất kỳ mô hình đơn lẻ nào.
Tóm lại, Gradient Boosting Machine là một trong những thuật toán học máy mạnh mẽ và phổ biến nhất hiện nay cho bài toán hồi quy và phân loại trong môi trường dữ liệu kỹ thuật. Nhờ khả năng học tăng cường có định hướng thông qua tối ưu hóa gradient, GBM đạt hiệu suất dự đoán vượt trội, linh hoạt trong lựa chọn hàm mất mát và có khả năng mô hình hóa các mối quan hệ phi tuyến phức tạp. Trong các bài toán phân tích dữ liệu thực nghiệm, tối ưu hóa quá trình hoặc mô hình hóa quy trình sản xuất thông minh, GBM là lựa chọn lý tưởng để xây dựng các hệ thống dự báo chính xác và đáng tin cậy. Tuy nhiên, việc điều chỉnh đúng các siêu tham số là điều kiện cần thiết để khai thác hết tiềm năng của mô hình, đồng thời cần lưu ý đến tính toán và khả năng diễn giải trong ứng dụng thực tế.
	Ba phương pháp đã trình bày – Linear Regression (LR), Random Forest Regressor (RFR), và Gradient Boosting Machine (GBM) – đều sở hữu những ưu điểm riêng biệt trong việc xử lý dữ liệu kỹ thuật từ quá trình in 3D FDM. LR cung cấp khả năng diễn giải mô hình rõ ràng và nhanh chóng, thích hợp cho các mối quan hệ tuyến tính đơn giản. RFR cho thấy độ ổn định cao và khả năng xử lý dữ liệu nhiễu hiệu quả nhờ cơ chế tổ hợp nhiều cây quyết định, trong khi GBM vượt trội về độ chính xác dự báo, đặc biệt trong các bài toán phi tuyến có nhiều tương tác biến đầu vào. Tuy nhiên, mỗi phương pháp cũng tồn tại hạn chế: LR thiếu linh hoạt trong các mối quan hệ phi tuyến; RFR đôi khi khó diễn giải và có thể thiếu chính xác trong các tập dữ liệu thiên lệch; còn GBM dễ bị overfitting nếu không được điều chỉnh cẩn thận và yêu cầu chi phí tính toán cao hơn. Chính vì vậy, thay vì lựa chọn một phương pháp đơn lẻ, nghiên cứu này đề xuất một hướng tiếp cận tổng hợp – mô hình tổ hợp chồng lớp (stacking ensemble) – nhằm khai thác điểm mạnh và bù đắp điểm yếu của từng thuật toán. Việc kết hợp LR, RFR và GBM trong một kiến trúc stacking không chỉ giúp cải thiện độ chính xác dự đoán, mà còn tăng tính ổn định, khả năng khái quát hóa, và độ tin cậy trong ứng dụng thực tế đối với dữ liệu sản xuất công nghiệp trong in 3D. 
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[bookmark: _Toc202517795]3.1. Mô tả phương pháp đề xuất
Trong bối cảnh chuyển đổi số và phát triển các hệ thống sản xuất thông minh, việc xây dựng các mô hình học máy có khả năng dự đoán, phân tích và tối ưu hóa các quá trình kỹ thuật đang ngày càng trở nên quan trọng. Với sự phổ biến của công nghệ in 3D – đặc biệt là phương pháp Fused Deposition Modeling (FDM) – việc kiểm soát và dự đoán đầu ra chất lượng (chẳng hạn như độ nhám bề mặt, độ bền kéo, hoặc độ giãn dài) trở nên thiết yếu nhằm đảm bảo hiệu suất, tính nhất quán, và chất lượng của sản phẩm. Tuy nhiên, quá trình in 3D thường chịu ảnh hưởng đồng thời của nhiều thông số kỹ thuật phi tuyến và có thể tương tác với nhau một cách phức tạp, khiến các mô hình truyền thống hoặc đơn lẻ trở nên không đủ linh hoạt và chính xác.  Trong hoàn cảnh đó, nghiên cứu này đề xuất mô hình tiên tiến – gọi là Optimal Stacking Model, được mô tả trong hình – nhằm kết hợp thế mạnh của nhiều thuật toán khác nhau trong một cấu trúc tổ hợp (ensemble) nhằm tối ưu hóa khả năng dự đoán và giải thích dữ liệu sản xuất in 3D. 
Optimal Stacking Model được xây dựng dựa trên nguyên lý stacking ensemble, trong đó nhiều mô hình hồi quy cơ sở (base learners) được huấn luyện độc lập và kết hợp lại bởi một mô hình cấp cao hơn (meta-learner). Cụ thể, mô hình này tích hợp ba thuật toán hồi quy phổ biến và có hiệu suất cao: Linear Regression (LR), Random Forest Regressor (RFR) và Gradient Boosting Machine (GBM). Mỗi thuật toán được lựa chọn dựa trên ưu thế riêng trong xử lý dữ liệu kỹ thuật:
· Linear Regression (LR) cung cấp một mô hình đơn giản, nhanh, có tính khả giải cao và phù hợp với các mối quan hệ tuyến tính rõ ràng giữa biến đầu vào và đầu ra.
· Random Forest Regressor (RFR) là một thuật toán học tổ hợp theo cơ chế bagging, có khả năng xử lý tốt dữ liệu có nhiễu, tương tác biến, và đặc biệt là chống overfitting tốt trong các tập dữ liệu cỡ vừa.
· Gradient Boosting Machine (GBM) lại đại diện cho một kỹ thuật boosting mạnh mẽ, có khả năng tối ưu hóa dần sai số dự đoán bằng cách huấn luyện tuần tự các cây hồi quy nông, từ đó nắm bắt tốt các mối quan hệ phi tuyến và cải thiện độ chính xác tổng thể.
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[bookmark: _Toc199583315]Hình 3. 1. Quá trình triển khai của mô hình Optimal Stacking Model
Sự kết hợp của ba mô hình này không chỉ dựa trên trực giác mà còn trên cơ sở khoa học: mỗi mô hình có cách nhìn khác nhau về dữ liệu. Trong khi LR giả định tuyến tính giữa các biến, RFR hoạt động như một tập hợp của các cây quyết định phi tuyến, còn GBM chủ động học từ sai số của các mô hình trước đó để cải tiến. Khi được tích hợp theo kiến trúc stacking, chúng không chỉ bổ sung mà còn bù trừ điểm yếu lẫn nhau, giúp nâng cao hiệu quả dự đoán và độ tổng quát hóa của hệ thống.
Một yếu tố then chốt làm nên sự khác biệt của mô hình đề xuất là sự kết hợp chặt chẽ giữa học máy và phân tích thống kê cổ điển, cụ thể là ANOVA (Analysis of Variance). Trong khi các thuật toán học máy cung cấp khả năng dự đoán mạnh mẽ, ANOVA giúp kiểm định và định lượng ảnh hưởng của từng yếu tố và tương tác giữa các yếu tố đến kết quả đầu ra. Việc tích hợp ANOVA trong pipeline mô hình học máy vừa hỗ trợ lựa chọn đặc trưng hiệu quả, vừa nâng cao tính giải thích của mô hình. Một điểm mới trong nghiên cứu này là mô hình còn cho phép thực hiện suy luận ngược (inverse inference) – nghĩa là từ yêu cầu đầu ra kỹ thuật (ví dụ: độ nhám ≤ 10 µm và độ bền kéo ≥ 45 MPa), mô hình có thể đề xuất dải giá trị đầu vào tối ưu (ví dụ: chiều cao lớp, nhiệt độ đầu phun, mật độ lấp đầy...) để đạt được mục tiêu đó. Đây là tính năng quan trọng hỗ trợ cho quy trình tối ưu hóa thiết kế và sản xuất mà trước đây chỉ có thể thực hiện qua mô phỏng vật lý hoặc thử-sai thủ công.
Trong điều kiện dữ liệu thực nghiệm thường bị giới hạn về số lượng mẫu, sự lựa chọn mô hình học máy phù hợp trở nên đặc biệt quan trọng. Linear Regression – mặc dù đơn giản – thường không đạt hiệu quả khi dữ liệu có quan hệ phi tuyến hoặc phân phối không chuẩn. Random Forest có khả năng xử lý dữ liệu nhiễu tốt, nhưng dễ tạo ra mô hình khó diễn giải. Gradient Boosting, trong khi có độ chính xác cao, lại dễ bị overfitting nếu không có cơ chế kiểm soát tốt như early stopping hoặc regularization. Vì vậy, việc kết hợp ba mô hình trong một kiến trúc stacking cho phép tận dụng lợi thế của mỗi thuật toán đồng thời hạn chế nhược điểm của chúng. Điều này tạo ra một mô hình dự đoán có độ chính xác cao, ổn định, và linh hoạt, sẵn sàng áp dụng trong môi trường sản xuất biến động như in 3D.
Về mặt triển khai, mô hình được huấn luyện và đánh giá trên nền tảng Python sử dụng các thư viện tiêu chuẩn như Scikit-learn và TensorFlow, đảm bảo tính tái lập và mở rộng. Quá trình xây dựng mô hình bao gồm các giai đoạn: xử lý dữ liệu, huấn luyện mô hình cơ sở, kết hợp đầu ra thành meta-dataset, huấn luyện meta-learner, tối ưu hóa siêu tham số, và cuối cùng là phân tích thống kê bằng ANOVA. Các bước này được thiết kế như một pipeline có thể tái sử dụng, linh hoạt áp dụng cho các trường hợp dữ liệu khác nhau mà không cần viết lại từ đầu.
Tóm lại, mô hình chúng tôi đề xuất: Optimal Stacking Model là một mô hình học máy kết hợp các mô hình hồi quy hiện đại với phân tích thống kê truyền thống để tạo ra một công cụ dự đoán chính xác, giải thích được và có khả năng đề xuất quyết định. 
[bookmark: _Toc202517796]3.2. Giới thiệu chung về mô hình học máy Artificial Neural Networks 
Mạng Nơ-ron Nhân Tạo (Artificial Neural Networks – ANN), hay đơn giản hơn là mạng nơ-ron, là một hệ thống và phương pháp tính toán hiện đại được thiết kế để thực hiện các nhiệm vụ học máy (machine learning), biểu diễn tri thức và ứng dụng tri thức đã học nhằm tối ưu hóa phản hồi đầu ra của các hệ thống phức tạp. Về bản chất, ANN là một mô hình xử lý dữ liệu được lấy cảm hứng từ cách thức mà hệ thần kinh sinh học, như não bộ của con người, tiếp nhận và xử lý thông tin. Dù mô phỏng theo cấu trúc thần kinh, các mạng nơ-ron nhân tạo vận hành ở quy mô đơn giản hơn rất nhiều. Nhiều chuyên gia trong lĩnh vực trí tuệ nhân tạo tin rằng mạng nơ-ron nhân tạo là một trong những hướng tiếp cận khả thi nhất – thậm chí có thể là duy nhất – để hiện thực hóa các hệ thống máy móc thông minh. Các nhánh và phân hệ trong hệ thống ANN, cùng với các phương pháp tính toán tương ứng, thường được thể hiện dưới dạng sơ đồ cấu trúc.
Tương tự như cấu trúc não bộ, mạng ANN bao gồm các nút nơ-ron được kết nối với nhau theo cấu trúc dạng mạng. Ý tưởng cốt lõi của ANN là xây dựng các cấu trúc mô phỏng hệ thần kinh sinh học để tiếp nhận, xử lý và học từ dữ liệu, từ đó hình thành tri thức. Điểm then chốt của mạng ANN nằm ở việc thiết lập các cấu trúc mới cho hệ thống xử lý thông tin, nơi mà trọng số (weight), hàm kích hoạt (activation function), và các kiến trúc lớp (layers) đóng vai trò quyết định. Một mô hình kiến trúc mạng nơ-ron nhân tạo cơ bản có thể thể hiện mối quan hệ giữa các lớp đầu vào, lớp ẩn và lớp đầu ra trong quá trình lan truyền thông tin và huấn luyện mạng.
Một mạng nơ-ron nhân tạo được cấu thành từ các nơ-ron nhân tạo – là tập hợp các nút liên kết mô phỏng các nơ-ron trong não bộ sinh học. Mỗi kết nối giữa các nơ-ron, tương tự như khớp thần kinh (synapse) trong não, có khả năng truyền tín hiệu tới các nơ-ron khác. Một trong những ưu điểm vượt trội của ANN là khả năng học thích nghi (adaptive learning). Tốc độ học (learning rate) đóng vai trò quyết định mức độ điều chỉnh các bước sửa lỗi trong quá trình huấn luyện. Tốc độ học cao giúp giảm thời gian huấn luyện nhưng có thể ảnh hưởng đến độ chính xác, trong khi tốc độ học thấp tốn nhiều thời gian hơn nhưng tiềm năng mang lại độ chính xác cao hơn. Mặc dù các mạng nơ-ron có thể đảm nhiệm nhiều nhiệm vụ khác nhau khi được huấn luyện đầy đủ, thách thức lớn nhất hiện nay vẫn là thời gian huấn luyện dài và nhu cầu tính toán cao, đặc biệt đối với các bài toán phức tạp. Hiệu suất của ANN trong các vấn đề phức tạp phụ thuộc mạnh mẽ vào kiến trúc mạng (network architecture) – yếu tố then chốt giúp đạt được lời giải tối ưu trong các thách thức mô phỏng.
Đối với các tập dữ liệu lớn, mạng nơ-ron tỏ ra cực kỳ hữu ích. ANN có khả năng xử lý nhanh hơn so với các mô hình tuyến tính khi làm việc với các dòng dữ liệu liên tục khổng lồ, chẳng hạn như trong nhận dạng giọng nói, dữ liệu cảm biến từ máy tính, hay dữ liệu thời gian thực. Khi có đủ dữ liệu đầu vào, ANN có thể học được các mô hình toán học đại diện cho bản chất dữ liệu – đây chính là lý do vì sao mạng nơ-ron ngày càng được ứng dụng rộng rãi trong thời đại dữ liệu bùng nổ.
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[bookmark: _Toc202517798]3.3.1.	Quy trình triển khai mô hình 
Để đảm bảo rằng mô hình học máy đề xuất – Optimal Stacking Model – đạt được độ chính xác dự đoán tối ưu và tính tổng quát hóa cao trong bối cảnh ứng dụng vào sản xuất công nghiệp in 3D, một quy trình triển khai chặt chẽ, có hệ thống đã được xây dựng. Quy trình này không chỉ đơn thuần là huấn luyện các mô hình học máy, mà còn tích hợp các bước phân tích thống kê, tối ưu siêu tham số, xử lý dữ liệu, cũng như đánh giá định lượng nhằm đảm bảo tính khả thi trong môi trường thực nghiệm kỹ thuật. Dưới đây là mô tả chi tiết về các bước triển khai mô hình.
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[bookmark: _Toc199583316]Hình 3. 2. Sơ đồ khối quy trình thiết lập chi tiết mô hình Optimal Stacking Model
3.3.2. [bookmark: _Toc199184094][bookmark: _Toc202517799]Xử lý và phân tích dữ liệu
Trước khi tiến hành huấn luyện mô hình học máy, bước xử lý dữ liệu (data preprocessing) là điều kiện tiên quyết nhằm đảm bảo rằng dữ liệu đầu vào không bị nhiễu, mất cân bằng hoặc chứa thông tin thiếu nhất quán. Trong nghiên cứu này, tập dữ liệu ban đầu được thu thập từ các thử nghiệm thực tế trên máy in 3D FDM, bao gồm chín thông số đầu vào (chẳng hạn như chiều cao lớp, tốc độ đầu in, mật độ vật liệu, nhiệt độ đầu phun, kiểu đổ vật liệu, loại vật liệu, số lớp vỏ ngoài, độ dày tường...) và ba biến đầu ra (Ro – độ nhám bề mặt, TS – độ bền kéo, El – độ giãn dài khi kéo đứt).
Dữ liệu được kiểm tra các giá trị ngoại lai (outliers) thông qua boxplot và phương pháp IQR (Interquartile Range), và được chuẩn hóa (normalization) nhằm đưa tất cả các thông số về cùng thang đo – việc này giúp các thuật toán hồi quy hoạt động ổn định hơn, đặc biệt là Gradient Boosting và Linear Regression.
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[bookmark: _Toc199583317]Hình 3. 3. Heatmap – quan hệ tuyến tính các biến trong mô hình
Một phân tích tương quan được thực hiện bằng biểu đồ heatmap (Hình 3.3), trong đó các giá trị hệ số tương quan Pearson giữa từng cặp biến được tính toán và hiển thị bằng mức độ đậm nhạt của màu sắc. Kết quả cho thấy một số thông số kỹ thuật có ảnh hưởng đáng kể đến các chỉ tiêu đầu ra. Ví dụ, chiều cao lớp và mật độ lấp đầy có tương quan âm mạnh với độ nhám bề mặt, cho thấy rằng việc tăng mật độ hoặc giảm chiều cao lớp có thể làm mịn bề mặt in. Tương tự, các thông số như nhiệt độ đầu phun hoặc loại vật liệu cho thấy sự ảnh hưởng đến độ bền kéo, mặc dù mức độ tương quan khác nhau giữa các chỉ tiêu.
[bookmark: _Toc199184095]Tuy nhiên, như đã phân tích trong phần lý thuyết, tương quan không hàm ý nhân quả. Do đó, cần thiết phải sử dụng các mô hình học máy phi tuyến và có khả năng phát hiện tương tác biến để hiểu bản chất thực sự của các mối quan hệ này.
3.3.3. [bookmark: _Toc202517800]Kiến trúc mô hình học tổ hợp (Stacking Ensemble Architecture)
Trong bối cảnh dữ liệu sản xuất thực nghiệm in 3D FDM chứa đựng mối quan hệ phi tuyến, tương tác phức tạp và không dễ mô hình hóa bằng một phương pháp đơn lẻ, chiến lược học tổ hợp (ensemble learning) nổi lên như một cách tiếp cận đầy hứa hẹn. Đặc biệt, stacking ensemble là một kỹ thuật cho phép tích hợp đầu ra của nhiều mô hình học máy khác nhau để tạo thành một mô hình tổng hợp mạnh mẽ hơn, có khả năng khai thác đồng thời nhiều quan điểm học khác nhau từ dữ liệu. Trong nghiên cứu này, chúng tôi áp dụng một kiến trúc stacking gồm hai lớp, kết hợp ba mô hình hồi quy nền tảng: Linear Regression (LR), Random Forest Regressor (RFR) và Gradient Boosting Machine (GBM). Mỗi mô hình đóng vai trò là một "người học cơ sở" (base learner) trong lớp đầu tiên, và đầu ra của chúng được dùng làm đầu vào cho mô hình lớp thứ hai (meta-learner).
Cấu trúc của mô hình stacking trong nghiên cứu này được chia làm hai tầng chính:
· Tầng thứ nhất – Base learners: Ba thuật toán hồi quy được huấn luyện song song trên tập huấn luyện gốc. Mỗi mô hình được thiết lập tham số riêng biệt và sử dụng kỹ thuật k-fold cross-validation (k = 5) để đảm bảo rằng quá trình huấn luyện không bị thiên lệch và giảm khả năng overfitting. Ở mỗi vòng lặp, dự đoán của từng mô hình đối với tập kiểm định được ghi lại.
· Tầng thứ hai – Meta-learner: Sau khi thu được đầu ra từ các base learners trên toàn bộ tập dữ liệu, các giá trị dự đoán này được kết hợp thành một bảng dữ liệu mới (meta-dataset). Mỗi hàng tương ứng với một mẫu quan sát, và mỗi cột là giá trị dự đoán từ một mô hình cơ sở (LR, RF, GBM). Meta-learner, trong trường hợp này là một mô hình hồi quy tuyến tính, được huấn luyện trên meta-dataset để học cách kết hợp các đầu ra theo trọng số tối ưu.
Stacking khác biệt so với các kỹ thuật tổ hợp khác như bagging (ví dụ: Random Forest) hoặc boosting (ví dụ: Gradient Boosting) ở chỗ các mô hình học yếu không học theo cùng cách hoặc cùng không gian đặc trưng. Trong stacking, mỗi base model có thể là một mô hình khác biệt hoàn toàn, mang lại sự đa dạng trong cách xử lý dữ liệu. Khi các mô hình này dự đoán cùng một biến mục tiêu, chúng tạo ra các quan điểm độc lập hoặc bổ sung nhau. Meta-learner học từ sự khác biệt và tương đồng trong các dự đoán đó, nhằm tạo ra dự đoán cuối cùng tốt hơn bất kỳ mô hình nào trong nhóm.
Một lợi ích rõ ràng của stacking là khả năng cộng hưởng mô hình hóa: Linear Regression đơn giản và nhanh, nhưng không thể học quan hệ phi tuyến; Random Forest có thể xử lý dữ liệu nhiễu và biến quan trọng tốt, nhưng có thể thiếu độ chính xác trong các mẫu biên; GBM học sâu nhưng nhạy cảm với nhiễu và yêu cầu cấu hình tốt để tránh overfitting. Khi kết hợp cả ba, các điểm mạnh được cộng dồn, trong khi điểm yếu được làm mờ nhờ cơ chế tổng hợp.
3.3.4. [bookmark: _Toc199184096][bookmark: _Toc202517801]Tối ưu hóa siêu tham số
Trong bất kỳ quy trình xây dựng mô hình học máy nào, bước lựa chọn và tinh chỉnh siêu tham số (hyperparameter tuning) [45] đóng vai trò thiết yếu trong việc tối ưu hóa hiệu năng mô hình. Khác với các tham số được học từ dữ liệu trong quá trình huấn luyện (learned parameters), siêu tham số là những thông số cấu hình bên ngoài, ảnh hưởng trực tiếp đến cách thức hoạt động của thuật toán và cần được xác định trước khi mô hình được huấn luyện. Việc lựa chọn siêu tham số hợp lý không chỉ giúp cải thiện độ chính xác dự đoán, mà còn nâng cao khả năng tổng quát hóa của mô hình, giảm overfitting và tăng tốc độ huấn luyện.
Trong nghiên cứu này, quá trình tối ưu hóa siêu tham số được thực hiện riêng biệt cho từng thành phần trong mô hình học máy tổ hợp (Optimal Stacking Model), bao gồm Linear Regression (LR), Random Forest Regressor (RFR), và Gradient Boosting Machine (GBM). Các siêu tham số quan trọng nhất của từng mô hình được xác định, từ đó tiến hành tìm kiếm giá trị tối ưu thông qua kỹ thuật Grid Search [46] – một phương pháp được lựa chọn nhờ tính đơn giản, hiệu quả và dễ áp dụng trong môi trường dữ liệu thực nghiệm vừa phải.
Tối ưu hóa siêu tham số cho Linear Regression
Linear Regression là mô hình đơn giản nhưng nền tảng trong học máy. Số lượng siêu tham số của nó không nhiều, tuy nhiên vẫn cần được lựa chọn cẩn thận:
· fit_intercept: xác định xem có học phần hệ số chệch (bias) hay không. Trong trường hợp dữ liệu đã được chuẩn hóa, việc bật/tắt giá trị này có thể ảnh hưởng đến sai số dự đoán.
· normalize (trong các phiên bản cũ của Scikit-learn): tự động chuẩn hóa dữ liệu trước khi hồi quy. Tuy nhiên, hiện tại việc chuẩn hóa thường được xử lý bên ngoài qua StandardScaler.
Trong nghiên cứu này, fit_intercept được đặt là True, nhằm đảm bảo mô hình hồi quy có thể học giá trị chệch phù hợp. Dữ liệu đầu vào được chuẩn hóa trước khi huấn luyện, tránh hiện tượng đặc trưng chi phối gây sai lệch trong trọng số hồi quy. Vì LR chủ yếu đóng vai trò như một baseline và là meta-learner trong stacking, việc tối ưu không đòi hỏi phức tạp.
Tối ưu hóa siêu tham số cho Linear Regression
Linear Regression là mô hình đơn giản nhưng nền tảng trong học máy. Số lượng siêu tham số của nó không nhiều, tuy nhiên vẫn cần được lựa chọn cẩn thận:
· fit_intercept: xác định xem có học phần hệ số chệch (bias) hay không. Trong trường hợp dữ liệu đã được chuẩn hóa, việc bật/tắt giá trị này có thể ảnh hưởng đến sai số dự đoán.
· normalize (trong các phiên bản cũ của Scikit-learn): tự động chuẩn hóa dữ liệu trước khi hồi quy. Tuy nhiên, hiện tại việc chuẩn hóa thường được xử lý bên ngoài qua StandardScaler.
Trong nghiên cứu này, fit_intercept được đặt là True, nhằm đảm bảo mô hình hồi quy có thể học giá trị chệch phù hợp. Dữ liệu đầu vào được chuẩn hóa trước khi huấn luyện, tránh hiện tượng đặc trưng chi phối gây sai lệch trong trọng số hồi quy. Vì LR chủ yếu đóng vai trò như một baseline và là meta-learner trong stacking, việc tối ưu không đòi hỏi phức tạp.
Tối ưu hóa siêu tham số cho Gradient Boosting Machine
GBM là mô hình boosting nổi tiếng, tuy nhiên rất nhạy cảm với các siêu tham số do cơ chế học tuần tự. Các tham số quan trọng gồm:
· learning_rate: tỷ lệ học, xác định mức độ cập nhật trọng số qua mỗi vòng boosting. Giá trị nhỏ (≤0.1) thường hiệu quả hơn.
· n_estimators: số lượng vòng boosting. Giá trị lớn giúp học tốt hơn nhưng cần đi kèm với learning_rate nhỏ.
· max_depth: độ sâu cây con. Giá trị thấp giúp mô hình tổng quát hơn, cao dễ dẫn đến overfitting.
· min_samples_split, min_samples_leaf: tương tự như trong RF.
· warm_start: cho phép tiếp tục huấn luyện từ trạng thái hiện tại để tăng thêm vòng boosting.
· random_state: đảm bảo tái lập kết quả.
[bookmark: _Ref199582302][bookmark: _Toc199583212]Bảng 3. 1. Siêu tham số và giá trị của chúng để thiết lập optimal stacking model
	Linear Regression
	Random Forest
	Gradient Boosting

	Fit_intercept: true
	Crititerion: ‘square error’
	Loss: ‘square_error’

	Normalize: true
	ccp_alpha: 0.2
	Subsample: 0.8

	
	N_estimators: 100
	N_estimators: 100

	
	Min_sample_split: 5
	Min_sample_split: 10

	
	Min_samples_leaf: 1
	Min_samples_leaf: 4

	
	Max_depth: 10
	Max_depth:5

	
	random_state: 42
	Random_state: 50

	
	max_features: 1.0
	Max_features: None

	
	oob_score: False
	Validation_fraction: 0.1

	
	Verbose: 0
	Warm_start: True

	
	
	Tolerance: 1e-4

	Positive: true
	Bootstrap: true
	Learning_rate: 0.1


3.3.5. [bookmark: _Toc199184097][bookmark: _Toc202517802]Phân tích thống kê và tối ưu mô hình qua ANOVA
Bên cạnh việc triển khai các mô hình học máy hiện đại để dự đoán và tối ưu hóa chất lượng sản phẩm in 3D, nghiên cứu này đặc biệt nhấn mạnh vai trò của phân tích thống kê cổ điển, cụ thể là phân tích phương sai (Analysis of Variance – ANOVA) như một công cụ hỗ trợ quyết định trong việc cải tiến mô hình và nâng cao khả năng giải thích. Trong khi các mô hình học máy, đặc biệt là các thuật toán phi tuyến như Random Forest hay Gradient Boosting, có thể đạt độ chính xác dự đoán cao, chúng lại thường thiếu khả năng giải thích rõ ràng mối liên hệ giữa các biến đầu vào và đầu ra. ANOVA đóng vai trò bổ sung cho khía cạnh này, bằng cách cung cấp một khung phân tích định lượng để đánh giá mức độ ảnh hưởng của từng thông số kỹ thuật đến biến mục tiêu, từ đó hỗ trợ tinh chỉnh mô hình và đề xuất các biến tương tác có ý nghĩa thống kê.
Việc tích hợp ANOVA trong quy trình mô hình hóa của đề tài nhằm đạt được ba mục tiêu chính:
· Đánh giá mức độ ảnh hưởng của từng biến độc lập (main effects) đến các biến phụ thuộc (đầu ra) như độ nhám bề mặt, độ bền kéo và độ giãn dài.
· Xác định các tương tác có ý nghĩa thống kê giữa các thông số đầu vào – điều mà các mô hình học máy truyền thống thường không diễn giải rõ.
· Hỗ trợ quá trình lựa chọn đặc trưng đầu vào (feature selection) bằng cách loại bỏ các biến không có ảnh hưởng thống kê đáng kể, từ đó giảm chiều dữ liệu và tăng khả năng tổng quát hóa của mô hình.
· Tối ưu hóa cấu trúc mô hình học máy bằng việc đề xuất bổ sung các biến tương tác vào tập dữ liệu huấn luyện, giúp mô hình học tốt hơn các mối quan hệ phi tuyến và phụ thuộc chéo giữa các thông số kỹ thuật.
Phân tích ANOVA được thực hiện sau bước xử lý dữ liệu và trước khi xây dựng mô hình học máy. Dữ liệu được tổ chức thành các nhóm dựa trên từng mức giá trị của các thông số đầu vào (hoặc được chia khoảng giá trị nếu là biến liên tục).  Chỉ số thống kê chính được sử dụng là F-ratio, được tính bằng tỷ số giữa phương sai giữa các nhóm (variance between groups) và phương sai trong nhóm (variance within groups). Một giá trị F cao và p-value nhỏ hơn 0.05 (ở mức tin cậy 95%) cho thấy yếu tố đang xét có ảnh hưởng đáng kể đến đầu ra. Các bảng 3.2, 3.3 và 3.4 lần lượt mô tả cho các phân tích ANOVA trên 3 biến mục tiêu trong mô hình.
[bookmark: _Toc199583213]Bảng 3. 2. Bảng ANOVA phân tích ảnh hưởng của các đặc tính thiết lập lên độ nhám bề mặt
	Parameters
	Sum of Squares
	df
	F-value
(Ro)
	p-value
(Ro)

	Intercept
	NaN
	NaN
	NaN
	NaN

	Infill Pattern
	831.41
	1
	0.52
	4.749e-01

	Material
	25567.13
	1
	16
	2.592e-04

	Layer Height
	297768.03
	1
	186.25
	7.713e-17

	Wall Thickness
	2807.89
	1
	1.75
	1.924e-01

	Infill Density
	24.56
	1
	0.015
	9.019e-01

	Nozzle Temperature
	37515.22
	1
	23.46
	1.848e-05

	Bed Temperature
	38329.44
	1
	23.97
	1.563e-05

	Print Speed
	20572.88
	1
	12.63
	9.717e-04

	Fan Speed
	45631.72
	1
	28.54
	3.703e-06

	Residual
	65545.6
	41
	NaN
	NaN


[bookmark: _Toc199583214]Bảng 3. 3. Bảng ANOVA phân tích ảnh hưởng của các đặc tính thiết lập lên độ bền kéo
	Parameters
	Sum of Squares
	df
	F-value
(TS)
	p-value
(TS)

	Intercept
	NaN
	NaN
	NaN
	NaN

	Infill Pattern
	14.51
	1
	0.56
	0.45

	Material
	125.82
	1
	4.93
	0.03

	Layer Height
	567.8
	1
	22.27
	2.7e-06

	Wall Thickness
	244.79
	1
	9.6
	0.0035

	Infill Density
	667.64
	1
	26.19
	8e-08

	Nozzle Temperature
	248.62
	1
	9.75
	0.0032

	Bed Temperature
	253.31
	1
	9.93
	0.003

	Print Speed
	0.42
	1
	0.01
	0.89

	Fan Speed
	315.22
	1
	12.36
	0.001

	Residual
	1044.96
	41
	NaN
	NaN



[bookmark: _Toc199583215]Bảng 3. 4. Bảng ANOVA phân tích ảnh hưởng của các đặc tính thiết lập lên độ giãn dài
	Parameters
	Sum of Squares
	df
	F-value
(EL)
	p-value
(EL)

	Intercept
	NaN
	NaN
	NaN
	NaN

	Infill Pattern
	0.0009
	1
	0.005
	0.94

	Material
	1.31
	1
	7.27
	0.01

	Layer Height
	5.95
	1
	32.9
	1.001e-6

	Wall Thickness
	0.03
	1
	0.21
	0.64

	Infill Density
	2.05
	1
	11.37
	0.001

	Nozzle Temperature
	2.68
	1
	14.85
	0.0004

	Bed Temperature
	2.83
	1
	15.69
	0.00029

	Print Speed
	0.23
	1
	1.3
	0.26

	Fan Speed
	3.49
	1
	19.3
	0.00007

	Residual
	7.41
	41
	NaN
	NaN


Ví dụ, khi phân tích ảnh hưởng của “Layer Height” đến “Surface Roughness (Ro)”, kết quả ANOVA cho thấy F = 14.78 và p < 0.001, cho thấy rõ rằng chiều cao lớp có ảnh hưởng rất mạnh đến độ nhám bề mặt. Tương tự, các phân tích được lặp lại cho từng cặp yếu tố để xác định những tương tác đáng kể.
Một điểm mạnh của ANOVA là khả năng phát hiện tác động tương tác giữa các biến đầu vào – điều mà nhiều kỹ thuật học máy không thể hiện một cách rõ ràng nếu không được cung cấp biến tương tác trong dữ liệu. Sau khi phát hiện các tương tác có ý nghĩa thống kê (ví dụ: Layer Height × Infill Density), các biến tương tác này được thêm vào dữ liệu đầu vào dưới dạng đặc trưng mới (engineered features) để huấn luyện lại mô hình stacking. Thực nghiệm cho thấy rằng việc thêm các biến tương tác đã giúp cải thiện đáng kể độ chính xác dự đoán của mô hình ensemble. Cụ thể, R² trên tập kiểm thử tăng từ 0.87 lên 0.91 sau khi thêm các biến tương tác được xác định qua ANOVA.
3.3.6. [bookmark: _Toc199184098][bookmark: _Toc202517803]Dự báo và đề xuất ngược tham số tối ưu của quá trình in 3D
Trong quy trình sản xuất bằng công nghệ in 3D FDM, mối quan tâm phổ biến của kỹ sư không chỉ là đánh giá đầu ra của một tổ hợp thông số in cụ thể, mà còn là xác định các thông số in cần thiết để đạt được các chỉ tiêu kỹ thuật đã định trước. Đây là nhu cầu thực tế phát sinh từ các yêu cầu về chất lượng sản phẩm như độ nhám bề mặt, độ bền kéo, hoặc độ giãn dài, vốn thường được đặt ra bởi khách hàng, tiêu chuẩn kỹ thuật hoặc các quy chuẩn sản xuất. Mô hình học máy thông thường chủ yếu hoạt động theo chiều hướng "dự đoán thuận", tức là từ đầu vào suy ra đầu ra. Tuy nhiên, trong thực tế công nghiệp, một mô hình hiệu quả hơn cần có khả năng suy luận ngược, tức là từ mục tiêu đầu ra xác định được các thông số đầu vào phù hợp.
Mô hình Optimal Stacking Model được phát triển trong nghiên cứu này cho phép thực hiện cả hai chiều dự đoán – thuận và ngược – nhờ vào việc khai thác linh hoạt cấu trúc tổ hợp giữa Linear Regression, Random Forest và Gradient Boosting. Trong quá trình huấn luyện, mô hình học hàm ánh xạ phức tạp từ không gian đặc trưng của các thông số đầu vào đến không gian của các chỉ tiêu đầu ra. Sau khi được huấn luyện thành công, mô hình này có thể sử dụng như một "hàm mục tiêu" trong các bài toán tối ưu hóa ngược.
Thay vì sử dụng trực tiếp hàm nghịch đảo của mô hình – điều không khả thi với các mô hình phi tuyến như Random Forest hoặc GBM – phương pháp suy luận ngược trong nghiên cứu này được thực hiện thông qua quá trình tìm kiếm trên không gian đầu vào. Cụ thể, các cấu hình đầu vào khả thi sẽ được tạo ra trong phạm vi giới hạn bởi các ràng buộc kỹ thuật (ví dụ như giới hạn vật lý của thiết bị in 3D, khoảng an toàn của nhiệt độ đầu phun, phạm vi vật liệu in...). Mỗi cấu hình đầu vào này sau đó được đưa qua mô hình dự báo để tạo ra đầu ra tương ứng. Đầu ra được so sánh với mục tiêu kỹ thuật, và các cấu hình đầu vào cho kết quả gần với mục tiêu nhất sẽ được chọn làm đề xuất tối ưu.
Phương pháp tìm kiếm trong không gian đầu vào có thể được thực hiện theo nhiều hướng tiếp cận, từ đơn giản như tìm kiếm ngẫu nhiên, quét lưới (grid search), cho đến các kỹ thuật tối ưu hóa nâng cao như tối ưu hóa Bayes. Việc lựa chọn chiến lược cụ thể phụ thuộc vào kích thước không gian đặc trưng, độ phức tạp của mô hình và yêu cầu về thời gian tính toán. Trong khuôn khổ phương pháp này, tìm kiếm ngẫu nhiên có kiểm soát là lựa chọn phù hợp để khai thác hiệu quả mô hình học máy đã huấn luyện mà không đòi hỏi cấu trúc giải tích cụ thể.
Một yếu tố hỗ trợ quan trọng trong quy trình suy luận ngược là phân tích thống kê ANOVA. Kết quả từ ANOVA được sử dụng để thu hẹp không gian tìm kiếm, tập trung vào các thông số đầu vào có ảnh hưởng mạnh đến các đầu ra cần tối ưu hóa. Điều này giúp cải thiện tốc độ hội tụ và nâng cao xác suất tìm được cấu hình đầu vào thỏa mãn các yêu cầu kỹ thuật.
Thông qua quá trình mô hình hóa suy luận ngược như trên, mô hình học máy không chỉ đóng vai trò như một công cụ dự đoán, mà còn trở thành một công cụ hỗ trợ ra quyết định có khả năng tự động đề xuất các thông số vận hành tối ưu, phục vụ trực tiếp cho quy trình thiết kế và sản xuất. Khả năng này đặc biệt hữu ích trong các hệ thống sản xuất thông minh, nơi việc tối ưu hóa sản phẩm theo yêu cầu cá nhân hóa hoặc theo thời gian thực là một yếu tố then chốt.
3.3.7. [bookmark: _Toc199184099][bookmark: _Toc202517804]Môi trường và nền tảng thực thi
Toàn bộ quá trình xây dựng, huấn luyện và thử nghiệm mô hình học máy trong nghiên cứu này được thực hiện trong môi trường Python 3.10, với sự hỗ trợ từ các thư viện mã nguồn mở chuyên biệt cho học máy và xử lý dữ liệu bao gồm: Scikit-learn, NumPy, Pandas, Matplotlib, Seaborn và SciPy. Các thuật toán như Linear Regression, Random Forest, Gradient Boosting và công cụ Grid Search, Cross-validation đều được triển khai và kiểm soát qua cấu trúc pipeline nhất quán. Việc triển khai được thực hiện trên hai nền tảng chính:
· Hệ thống cục bộ (offline): Máy tính cá nhân sử dụng CPU AMD Ryzen 7 5800H, RAM 32GB, GPU tích hợp Radeon. Đây là nền tảng chính cho quá trình huấn luyện mô hình, tối ưu siêu tham số và phân tích thống kê.
· Google Colab (trực tuyến): Một phiên bản của mô hình cũng được chạy trên Google Colaboratory, nền tảng điện toán đám mây hỗ trợ GPU miễn phí. Colab cho phép chia sẻ, thử nghiệm nhanh các pipeline học máy và trực quan hóa kết quả một cách linh hoạt, phù hợp với môi trường học thuật hoặc hợp tác nghiên cứu. Các tệp mô hình được tải lên và lưu trữ qua Google Drive, sử dụng mô-đun joblib hoặc pickle, giúp tái sử dụng mô hình mà không cần huấn luyện lại từ đầu.
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[bookmark: _Toc202517805]CHƯƠNG IV. ỨNG DỤNG VÀ KẾT QUẢ
[bookmark: _Toc199184101][bookmark: _Toc202517806]4.1. Mô hình hóa và tối ưu hóa chất lượng in 3D FDM dựa trên bộ dữ liệu thực nghiệm
Để đánh giá hiệu quả thực tế của mô hình học máy tổ hợp được đề xuất trong nghiên cứu, một trường hợp ứng dụng cụ thể đã được lựa chọn dựa trên tập dữ liệu thực nghiệm thu thập từ các thí nghiệm in 3D FDM do nhóm nghiên cứu tại Khoa Cơ khí, Đại học Selcuk (Thổ Nhĩ Kỳ) thực hiện [47]. Mục tiêu của nghiên cứu gốc là khảo sát ảnh hưởng của các thông số điều chỉnh trên máy in 3D đến chất lượng bề mặt và đặc tính cơ học của sản phẩm in. Tập dữ liệu bao gồm 50 mẫu thử nghiệm, tương ứng với 50 tổ hợp thông số in khác nhau, được thiết kế để đại diện cho phạm vi hoạt động điển hình trong in 3D công nghệ FDM. Tập dữ liệu này được trình bày chi tiết trong bảng 4.1 và bảng 4.2 dưới đây.
Trong mỗi mẫu, chín thông số đầu vào đã được thay đổi có kiểm soát để đánh giá ảnh hưởng của chúng đến ba chỉ tiêu đầu ra chính, gồm độ nhám bề mặt (Surface Roughness - Ro, đơn vị µm), độ bền kéo (Tensile Strength - TS, đơn vị MPa), và độ giãn dài (Elongation - El, đơn vị %). Danh sách các thông số đầu vào bao gồm: Chiều cao lớp (Layer Height), Độ dày vách (Wall Thickness), Mật độ đổ vật liệu (Infill Density), Mẫu đổ vật liệu (Infill Pattern), Nhiệt độ đầu phun (Nozzle Temperature), Nhiệt độ bàn in (Bed Temperature), Tốc độ in (Print Speed), Loại vật liệu (Material Type) và Tốc độ quạt làm mát (Fan Speed). Các thông số này đều được chọn trong phạm vi hợp lý, bao phủ các giá trị điển hình trong in 3D FDM, nhằm đảm bảo tính đại diện và ứng dụng thực tiễn của dữ liệu. Các chi tiết in được chế tạo bằng hai loại vật liệu phổ biến trong in FDM là PLA và ABS, sử dụng máy in Ultimaker S5. Sau khi in, các mẫu được kiểm tra cơ tính bằng máy kéo nén Sincotec GMBH, với khả năng chịu tải tối đa lên đến 20 kN, đảm bảo độ chính xác cao trong đo lường độ bền kéo và độ giãn dài. Thông số về độ nhám bề mặt được đo bằng thiết bị đo tiếp xúc, tuân theo quy chuẩn kỹ thuật tiêu chuẩn. Các mức giá trị của từng thông số được thiết lập cụ thể như sau:
1. Layer Height: 0.02 – 0.2 mm, đại diện cho sự thay đổi về độ phân giải lớp in;
2. Wall Thickness: 1 – 10 mm, phản ánh độ dày thành phần cấu trúc sản phẩm;
3. Infill Density: 10% – 90%, cho thấy ảnh hưởng của mật độ vật liệu trong sản phẩm;
4. Infill Pattern: Grid và Honeycomb – hai mẫu điền thông dụng với đặc tính cơ học khác nhau;
5. Nozzle Temperature: 200 – 250°C, nhằm tương thích cả hai vật liệu PLA và ABS;
6. Bed Temperature: 60 – 80°C, hỗ trợ bám dính lớp đầu tiên và hạn chế cong vênh;
7. Print Speed: 40 – 120 mm/s, nhằm khảo sát ảnh hưởng của tốc độ đầu in đến độ chính xác hình học;
8. Material Type: PLA hoặc ABS, giúp đánh giá sự thay đổi tính chất cơ lý giữa hai loại vật liệu;
9. Fan Speed: 0 – 100%, ảnh hưởng đến quá trình làm nguội và kết dính lớp.
Thông qua các mẫu thử nghiệm, mỗi đầu ra phản ánh một khía cạnh chất lượng của sản phẩm in:
· Surface Roughness (Ro) biểu thị mức độ mịn màng của bề mặt, ảnh hưởng đến tính thẩm mỹ và độ chính xác.
· Tensile Strength (TS) phản ánh độ bền kéo tối đa mà vật liệu chịu được trước khi đứt, rất quan trọng với các ứng dụng chịu lực.
· Elongation (El) cho biết khả năng biến dạng dẻo của vật liệu trước khi đứt, phản ánh độ dẻo dai và linh hoạt của mẫu in.
[bookmark: _Toc199583225]Bảng 4. 1 Dải thông số in
	Thông số
	Viết tắt
	Cấp thấp nhất
	Cấp cao nhất

	Layer Height (mm)
	LH
	0.02
	0.2

	Wall Thickness (mm)
	WT
	1
	10

	Infill Density (%)
	ID
	10
	90

	Nozzle Temperature (C0)
	NT
	200
	250

	Bed Temperature (C0)
	BT
	60
	80

	Print Speed (mm/s)
	PS
	40
	120

	Fan Speed (%)
	FS
	0
	100



[bookmark: _Toc199583226]Bảng 4. 2. Kết quả thực nghiệm
	No
	LH
mm
	WT
mm
	ID
%
	IP

	NT
°C
	BT
°C
	PS
mm/s
	Ma
	FS
%
	Ro
µm
	TS
MPa
	El
%

	1
	0.02
	8
	90
	Grid
	220
	60
	40
	ABS
	0
	25
	18
	1.2

	2
	0.02
	7
	90
	Honeycomb
	225
	65
	40
	ABS
	25
	32
	16
	1.4

	3
	0.02
	1
	80
	Grid
	230
	70
	40
	ABS
	50
	40
	8
	0.8

	4
	0.02
	4
	70
	Honeycomb
	240
	75
	40
	ABS
	75
	68
	10
	0.5

	5
	0.02
	6
	90
	Grid
	250
	80
	40
	ABS
	100
	92
	5
	0.7

	6
	0.02
	10
	40
	Honeycomb
	200
	60
	40
	PLA
	0
	60
	24
	1.1

	7
	0.02
	5
	10
	Grid
	205
	65
	40
	PLA
	25
	55
	12
	1.3

	8
	0.02
	10
	10
	Honeycomb
	210
	70
	40
	PLA
	50
	21
	14
	1.5

	9
	0.02
	9
	70
	Grid
	215
	75
	40
	PLA
	75
	24
	27
	1.4

	10
	0.02
	8
	40
	Honeycomb
	220
	80
	40
	PLA
	100
	30
	25
	1.7

	11
	0.06
	6
	80
	Grid
	220
	60
	60
	ABS
	0
	75
	37
	2.4

	12
	0.06
	2
	20
	Honeycomb
	225
	65
	60
	ABS
	25
	92
	12
	1.4

	13
	0.06
	10
	50
	Grid
	230
	70
	60
	ABS
	50
	118
	16
	1.3

	14
	0.06
	6
	10
	Honeycomb
	240
	75
	60
	ABS
	75
	200
	9
	0.8

	15
	0.06
	3
	50
	Grid
	250
	80
	60
	ABS
	100
	220
	10
	1

	16
	0.06
	10
	90
	Honeycomb
	200
	60
	60
	PLA
	0
	126
	27
	2.2

	17
	0.06
	3
	40
	Grid
	205
	65
	60
	PLA
	25
	145
	23
	1.9

	18
	0.06
	8
	30
	Honeycomb
	210
	70
	60
	PLA
	50
	88
	26
	1.6

	19
	0.06
	5
	80
	Grid
	215
	75
	60
	PLA
	75
	92
	33
	2.1

	20
	0.06
	10
	50
	Honeycomb
	220
	80
	60
	PLA
	100
	74
	29
	2

	21
	0.1
	1
	40
	Grid
	220
	60
	120
	ABS
	0
	120
	16
	1.2

	22
	0.1
	2
	30
	Honeycomb
	225
	65
	120
	ABS
	25
	144
	12
	1.1

	23
	0.1
	1
	50
	Grid
	230
	70
	120
	ABS
	50
	265
	10
	0.9

	24
	0.1
	9
	80
	Honeycomb
	240
	75
	120
	ABS
	75
	312
	19
	0.8

	25
	0.1
	2
	60
	Grid
	250
	80
	120
	ABS
	100
	368
	8
	0.4

	26
	0.1
	1
	50
	Honeycomb
	200
	60
	120
	PLA
	0
	180
	11
	1.6

	27
	0.1
	4
	40
	Grid
	205
	65
	120
	PLA
	25
	176
	12
	1.2

	28
	0.1
	3
	50
	Honeycomb
	210
	70
	120
	PLA
	50
	128
	18
	1.8

	29
	0.1
	4
	90
	Grid
	215
	75
	120
	PLA
	75
	138
	34
	2.9

	30
	0.1
	1
	30
	Honeycomb
	220
	80
	120
	PLA
	100
	121
	14
	1.5

	31
	0.15
	4
	50
	Grid
	220
	60
	60
	ABS
	0
	168
	27
	2.4

	32
	0.15
	7
	10
	Honeycomb
	225
	65
	60
	ABS
	25
	154
	19
	1.8

	33
	0.15
	6
	50
	Grid
	230
	70
	60
	ABS
	50
	225
	18
	1.4

	34
	0.15
	1
	50
	Honeycomb
	240
	75
	60
	ABS
	75
	289
	9
	0.6

	35
	0.15
	7
	80
	Grid
	250
	80
	60
	ABS
	100
	326
	13
	0.7

	36
	0.15
	3
	80
	Honeycomb
	200
	60
	60
	PLA
	0
	192
	33
	2.8

	37
	0.15
	4
	50
	Grid
	205
	65
	60
	PLA
	25
	212
	24
	1.8

	38
	0.15
	10
	30
	Honeycomb
	210
	70
	60
	PLA
	50
	168
	26
	2.1

	39
	0.15
	6
	40
	Grid
	215
	75
	60
	PLA
	75
	172
	22
	2.3

	40
	0.15
	1
	10
	Honeycomb
	220
	80
	60
	PLA
	100
	163
	4
	0.7

	41
	0.2
	4
	80
	Grid
	220
	60
	40
	ABS
	0
	212
	35
	3.3

	42
	0.2
	9
	90
	Honeycomb
	225
	65
	40
	ABS
	25
	276
	34
	3.1

	43
	0.2
	7
	30
	Grid
	230
	70
	40
	ABS
	50
	298
	28
	2.2

	44
	0.2
	6
	90
	Honeycomb
	240
	75
	40
	ABS
	75
	360
	28
	1.6

	45
	0.2
	3
	80
	Grid
	250
	80
	40
	ABS
	100
	357
	21
	1.1

	46
	0.2
	5
	60
	Honeycomb
	200
	60
	40
	PLA
	0
	321
	28
	2.7

	47
	0.2
	4
	20
	Grid
	205
	65
	40
	PLA
	25
	265
	14
	1.8

	48
	0.2
	5
	60
	Honeycomb
	210
	70
	40
	PLA
	50
	278
	30
	3.2

	49
	0.2
	7
	40
	Grid
	215
	75
	40
	PLA
	75
	244
	29
	3.2

	50
	0.2
	3
	60
	Honeycomb
	220
	80
	40
	PLA
	100
	220
	27
	3.1


[bookmark: _Toc199184102][bookmark: _Toc202517807]4.2. Kết quả và thảo luận
Trong phần này chúng tôi sẽ trình bày và phân tích chi tiết hiệu quả của mô hình học máy tổ hợp (Optimal Stacking Model) được đề xuất trong việc giải quyết hai mục tiêu chính: dự đoán chính xác các chỉ tiêu kỹ thuật đầu ra của quá trình in 3D và đề xuất ngược lại các thông số đầu vào tối ưu, từ đó hướng tới một quy trình sản xuất dữ liệu hóa và có khả năng tự hiệu chỉnh trong bối cảnh in FDM.
0. [bookmark: _Toc199184103][bookmark: _Toc202517808]Dự đoán kết quả chỉ số đầu ra của sản phẩm in 3D
Trong bối cảnh sản xuất bằng công nghệ in 3D, khả năng dự báo các chỉ tiêu chất lượng sản phẩm từ các thiết lập kỹ thuật đầu vào là một yêu cầu mang tính chiến lược. Nó giúp rút ngắn chu trình thử nghiệm-thiết lập, đồng thời hỗ trợ kiểm soát chất lượng theo thời gian thực. Để đáp ứng yêu cầu này, mô hình học tổ hợp được xây dựng dựa trên ba thành phần: Linear Regression (LR), Random Forest Regressor (RFR), và Gradient Boosting Machine (GBM), trong đó LR đảm nhiệm vai trò kết hợp đầu ra (meta-learner).
Mô hình được đánh giá dựa trên ba chỉ số đánh giá hiệu suất hồi quy phổ biến: MSE, MAPE, và R2. Các kết quả thực nghiệm thu được trên ba biến đầu ra là độ nhám bề mặt (Ro), độ bền kéo (TS), và độ giãn dài (El) cho thấy mô hình Optimal Stacking đạt hiệu năng vượt trội so với các mô hình đơn lẻ, mô tả trong bảng 4.3. Cụ thể:
· Roughness (Ro): R2=0.98, MAPE < 2%, cho thấy mô hình gần như giải thích toàn bộ phương sai và có sai số cực nhỏ trong dự báo;
· Tensile Strength (TS): R2=0.96, sai số trung bình khoảng 3%, chứng tỏ mô hình học được các mối quan hệ phi tuyến phức tạp giữa các thông số in và đặc tính cơ học;
· Elongation (El): R2=0.95, MAPE dưới 4%, mô hình dự đoán chính xác khả năng biến dạng dẻo của vật liệu.
[bookmark: _Toc199583227]Bảng 4. 3. Đánh giá độ chính xác của mô hình Optimal Stacking so với các mô hình khác
	Target variable 
	Roughness
	Tensile Strength
	Elongation

	       Score
Models
	MSE
	MAPE
	R-squared
	MSE
	MAPE
	R-squared
	MSE
	MAPE
	R-squared

	Linear Regression
	1287.68
	14.66%
	74%
	17.3
	24.6%
	80%
	0.23
	29.93%
	62%

	Random Forest
	1358.35
	15.28%
	71%
	23.75
	38.86%
	72%
	0.25
	29.12%
	57%

	Gradient Boosting
	1419.43
	15.03%
	70%
	19.66
	31%
	77%
	0.26
	30.14%
	56.3%

	Optimal Stacking model
	268.51
	5.4%
	98%
	8.24
	12.7%
	96%
	0.06
	8.6%
	95%
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[bookmark: _Toc199583228]Bảng 4. 4. Kết quả dự đoán của mô hình Optimal Stacking trên dữ liệu kiểm nghiệm
	No
	LH

mm
	WT

mm
	ID

%
	IP

	NT

°C
	BT

°C
	PS

mm/s
	Ma
	FS

%
	Ro

µm
	TS

MPa
	El

%
	Ro
(Pre)
µm
	TS
(Pre)
MPa
	El
(Pre)
%

	1
	0.02
	8
	90
	Grid
	220
	60
	40
	ABS
	0
	25
	18
	1.2
	24.8
	17.7
	1.18

	2
	0.02
	7
	90
	Honeycomb
	225
	65
	40
	ABS
	25
	32
	16
	1.4
	31.7
	15.5
	1.38

	4
	0.02
	4
	70
	Honeycomb
	240
	75
	40
	ABS
	75
	68
	10
	0.5
	68
	10.4
	0.52

	10
	0.02
	8
	40
	Honeycomb
	220
	80
	40
	PLA
	100
	30
	25
	1.7
	29.8
	24.5
	1.69

	11
	0.06
	6
	80
	Grid
	220
	60
	60
	ABS
	0
	75
	37
	2.4
	74.9
	35.5
	2.41

	12
	0.06
	2
	20
	Honeycomb
	225
	65
	60
	ABS
	25
	92
	12
	1.4
	92.2
	11.8
	1.37

	13
	0.06
	10
	50
	Grid
	230
	70
	60
	ABS
	50
	118
	16
	1.3
	117.9
	16.6
	1.32

	17
	0.06
	3
	40
	Grid
	205
	65
	60
	PLA
	25
	145
	23
	1.9
	144
	23.3
	1.84

	19
	0.06
	5
	80
	Grid
	215
	75
	60
	PLA
	75
	92
	33
	2.1
	92.1
	32.1
	2.04

	22
	0.1
	2
	30
	Honeycomb
	225
	65
	120
	ABS
	25
	144
	12
	1.1
	144.2
	11.6
	1.12


Mức độ chính xác cao đạt được trong điều kiện tập dữ liệu hạn chế (chỉ 50 mẫu, 20% dùng làm tập kiểm thử) là một minh chứng rõ ràng cho năng lực khái quát hóa và độ bền mô hình học tổ hợp. Nhờ chiến lược kết hợp học tuyến tính và phi tuyến, mô hình không chỉ học tốt từ cấu trúc dữ liệu mà còn hạn chế overfitting. Cụ thể, RFR giúp giảm phương sai nhờ trung bình hóa nhiều cây quyết định, trong khi GBM tăng cường khả năng mô hình hóa sai số còn lại và phát hiện mối quan hệ phi tuyến. Việc sử dụng LR trong tầng stacking cuối cùng đảm bảo mô hình vẫn duy trì tính khả giải và kiểm soát tuyến tính cục bộ. Trên tập kiểm thử, các dự đoán của mô hình hầu như trùng khớp với dữ liệu thực nghiệm. Sự khác biệt trung bình giữa dự báo và thực tế thấp hơn 3% trên toàn bộ ba biến mục tiêu. Điều này không chỉ cho thấy mức độ chính xác cao, mà còn khẳng định độ ổn định giữa các fold trong quá trình cross-validation.
Từ những kết quả phân tích chi tiết thu được, chúng tôi nhận thấy mô hình mà nhóm nghiên cứu phát triển đã cho thấy khả năng dự báo vượt trội và toàn diện hơn hẳn so với các nghiên cứu trước đây được trích dẫn trong các tài liệu tham khảo [16, 17, 18, 20, 22]. Đây là một điểm nhấn quan trọng, bởi đa số các nghiên cứu trước đó thường chỉ tập trung vào dự báo từng yếu tố riêng biệt hoặc chỉ giới hạn ở một số khía cạnh nhất định của quá trình sản xuất, chẳng hạn như chỉ dự đoán độ nhám bề mặt (Surface Roughness) hoặc chỉ tập trung vào một đặc tính cơ học cụ thể như độ bền kéo (Tension) hay độ giãn dài (Elongation). Trong khi đó, mô hình mà chúng tôi đề xuất lại sở hữu khả năng dự báo đồng thời, một cách nhất quán và hiệu quả, cho cả ba yếu tố cốt lõi nói trên. Điều này có ý nghĩa rất lớn về mặt học thuật lẫn ứng dụng thực tiễn, khi mà quá trình in 3D ngày càng đòi hỏi những mô hình có khả năng đánh giá đa chiều, nhằm phục vụ cho việc kiểm soát chất lượng sản phẩm một cách toàn diện và chính xác.
Không dừng lại ở việc mở rộng phạm vi dự báo, mô hình của chúng tôi còn đạt được độ chính xác rất cao, với các chỉ số đánh giá đều nằm trong khoảng từ 95% đến 98%. Điều này chứng tỏ rằng mô hình không chỉ phù hợp với dữ liệu huấn luyện mà còn có khả năng khái quát hóa tốt khi áp dụng trên dữ liệu mới. Kết quả này đồng thời cũng phản ánh năng lực học sâu sắc và độ bền vững của mô hình trong việc khai thác các mối quan hệ phức tạp giữa các tham số đầu vào với các thông số đầu ra trong quá trình in 3D. Đây là một yếu tố rất quan trọng, bởi bản chất của quá trình in 3D là phi tuyến, đa biến và chịu ảnh hưởng bởi nhiều thông số vận hành khác nhau.
Ngoài ra, cũng cần nhấn mạnh rằng để đạt được những kết quả ấn tượng như vậy, nhóm nghiên cứu đã lựa chọn và kết hợp hiệu quả nhiều thuật toán học máy tiên tiến theo chiến lược học tổ hợp (ensemble learning) – cụ thể là phương pháp stacking, vốn có ưu thế trong việc khai thác đồng thời sức mạnh của các mô hình con khác nhau để nâng cao độ chính xác và tính ổn định của dự báo. Việc sử dụng stacking không chỉ giúp tăng cường độ chính xác, mà còn hạn chế được tình trạng quá khớp (overfitting) thường gặp ở các mô hình đơn lẻ, từ đó tạo ra một mô hình mạnh mẽ hơn, linh hoạt hơn, có thể thích ứng tốt với các tình huống khác nhau trong thực tiễn.
Tóm lại, với khả năng dự báo đồng thời nhiều yếu tố quan trọng, độ chính xác cao và chiến lược xây dựng mô hình hợp lý, mô hình mà chúng tôi đề xuất không chỉ có ưu thế vượt trội so với các nghiên cứu trước, mà còn mở ra tiềm năng ứng dụng rộng rãi trong các hoạt động nghiên cứu và sản xuất liên quan đến công nghệ in 3D. Đây có thể xem là một bước tiến quan trọng trong lĩnh vực dự báo đặc tính sản phẩm, đóng góp vào xu hướng phát triển các mô hình thông minh, đa năng trong bối cảnh công nghiệp 4.0 hiện nay.
Nhìn chung, kết quả dự đoán đã xác nhận rằng mô hình Optimal Stacking là một giải pháp mạnh mẽ để tự động hóa phân tích chất lượng đầu ra trong sản xuất in FDM. Đây là tiền đề quan trọng để xây dựng các hệ thống phản hồi thời gian thực (real-time feedback) hoặc hỗ trợ ra quyết định kỹ thuật trong môi trường sản xuất số hóa.
0. [bookmark: _Toc199184104][bookmark: _Toc202517809]Đề xuất ngược thông số tối ưu quá trình in 3D
Bên cạnh năng lực dự báo chính xác, một đóng góp quan trọng khác của mô hình Optimal Stacking là khả năng suy luận ngược – từ yêu cầu kỹ thuật đầu ra xác định (ví dụ: độ nhám nhỏ hơn 10 µm, độ bền kéo tối thiểu 45 MPa…) đề xuất được các thông số đầu vào phù hợp cho quá trình in 3D FDM. Cơ chế đề xuất này được thực hiện bằng cách khai thác mô hình học đã huấn luyện như một hàm mục tiêu, áp dụng các kỹ thuật tìm kiếm ngược trong không gian tham số để xác định khoảng giá trị tối ưu của từng thông số in. 
Hình 4.1 minh họa trực quan năng lực đề xuất của mô hình. Trong hình, các khoảng giá trị đề xuất (từ Min đến Max) cho từng tham số in kỹ thuật được hiển thị bằng thanh dọc màu xanh lam cho 10 mẫu kiểm thử trong tập dữ liệu. Các giá trị thực tế tương ứng trong thí nghiệm được biểu thị bằng chấm tròn đỏ. Việc so sánh giữa giá trị thực và khoảng đề xuất giúp đánh giá mức độ khớp giữa kết quả mô hình với điều kiện vận hành thực tế.
[image: ]
[bookmark: _Toc199583331]Hình 4. 1. Kết quả đề xuất range thông số tối ưu so sánh giá trị thực
Kết quả tổng hợp cho thấy: Layer Height (LH) và Nozzle Temperature (NT) đạt 80% mức độ khớp: 8 trong số 10 mẫu kiểm thử có giá trị thực tế rơi vào trong dải đề xuất. Đây là hai thông số có ảnh hưởng mạnh đến độ nhám và độ bền, được mô hình học máy xác định là quan trọng thông qua phân tích ANOVA. Dải đề xuất cho LH dao động hợp lý trong khoảng từ 0.03 đến 0.15 mm, phù hợp với thực tế kỹ thuật của in FDM. Bed Temperature (BT) có 70% giá trị thực nằm trong khoảng đề xuất, cho thấy vai trò ổn định trung bình của thông số này trong việc kiểm soát độ bám dính lớp nền và hạn chế biến dạng sản phẩm in. Infill Density (ID) và Fan Speed (FS) đạt tỷ lệ khớp 60%, phản ánh tác động tương đối rõ ràng nhưng không tuyệt đối. Mô hình đề xuất khoảng đổ vật liệu phổ biến từ 40% đến 90%, đồng thời điều chỉnh tốc độ quạt từ 25% đến 100% tùy thuộc vào vật liệu và mục tiêu kỹ thuật đầu ra.
Hai thông số có tỷ lệ khớp thấp nhất là Wall Thickness (WT) với 40%, và Print Speed (PS) chỉ 30%. Điều này là hoàn toàn hợp lý khi đối chiếu với kết quả ANOVA từ chương trước: cả hai thông số đều có giá trị p-value cao, cho thấy tác động thống kê không đáng kể đến các biến đầu ra như Ro, TS và El trong phạm vi dữ liệu huấn luyện. Ngoài ra, Print Speed thể hiện phân bố phi chuẩn (non-Gaussian) trong biểu đồ, kèm theo mối tương quan yếu với biến đầu ra, góp phần lý giải vì sao mô hình không ưu tiên nó trong gợi ý tối ưu.
[bookmark: _Toc199583229]Bảng 4. 5. MAPE cho các giá trị thực tế của một số tham số đầu vào ngoài phạm vi đề xuất
	 Input parameters
	Wall Thickness (WT)
	Infill Density (ID)
	Print Speed (PS)
	Fan Speed (FS)

	MAPE
	16.1%
	6.7%
	10.2%
	4.7%


Nhìn chung, tỷ lệ khớp tổng thể giữa giá trị thực và khoảng đề xuất là rất tích cực, đặc biệt đối với các thông số mang tính quyết định về chất lượng in. Điều này cho thấy khả năng mô hình không chỉ dừng lại ở việc học mô phỏng, mà còn có năng lực phân tích nguyên nhân – kết quả, một yếu tố then chốt cho các hệ thống điều khiển sản xuất có phản hồi.
Một điểm đáng chú ý là: ngay cả khi giá trị thực tế nằm ngoài khoảng đề xuất, sai số phần trăm tuyệt đối (MAPE) của đầu ra vẫn duy trì ở mức thấp (theo Bảng 4.5). Điều này minh chứng cho sự linh hoạt và khả năng khái quát hóa của mô hình. Trong môi trường thực tế, nơi các điều kiện kỹ thuật thường dao động, đây là một lợi thế quan trọng – mô hình không quá nhạy cảm với nhiễu đầu vào, và có thể thích ứng với các thay đổi nhỏ mà không làm sai lệch kết quả đầu ra. Việc mô hình cung cấp dải giá trị thay vì giá trị duy nhất cũng là một điểm cộng quan trọng. Nó giúp kỹ sư có khoảng linh hoạt để điều chỉnh thông số theo năng lực máy in, điều kiện môi trường, hoặc ràng buộc sản xuất cụ thể, thay vì bị ép buộc vào cấu hình cứng nhắc.
Tổng thể, việc kết hợp khả năng đề xuất tham số với phân tích thống kê và dữ liệu thực nghiệm không chỉ làm tăng tính ứng dụng của mô hình trong các hệ thống hỗ trợ thiết kế – sản xuất, mà còn hướng đến một mô hình học máy có thể tự học – tự đề xuất – và tự điều chỉnh theo dữ liệu đầu ra mong muốn, đặt nền tảng cho các ứng dụng in 3D hướng dữ liệu (data-driven additive manufacturing) trong bối cảnh Công nghiệp 4.0. 
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Trong nghiên cứu này, chúng tôi đã đề xuất và phát triển một mô hình học máy tổ hợp – Optimal Stacking Model – nhằm giải quyết bài toán dự đoán và tối ưu hóa quy trình in 3D bằng công nghệ FDM. Bằng cách tích hợp ba mô hình học máy nền tảng gồm Linear Regression (LR), Random Forest Regressor (RFR), và Gradient Boosting Machine (GBM) trong kiến trúc stacking, mô hình không chỉ tận dụng được ưu điểm của từng thuật toán riêng biệt mà còn khắc phục được các hạn chế cố hữu như tuyến tính hóa quá mức (trong LR) hoặc overfitting (trong GBM đơn lẻ). Dựa trên tập dữ liệu thực nghiệm gồm 50 mẫu từ quy trình in FDM của máy Ultimaker S5 với vật liệu PLA và ABS, mô hình đã cho thấy hiệu quả vượt trội trong việc dự báo các chỉ tiêu chất lượng sản phẩm, bao gồm độ nhám bề mặt (Ro), độ bền kéo (TS) và độ giãn dài (El). Các chỉ số hiệu năng như R-squared (> 0.95) và MAPE (< 3%) khẳng định năng lực tổng quát hóa mạnh mẽ của mô hình dù với quy mô dữ liệu không lớn.
Không dừng lại ở dự báo thuận mô hình còn thể hiện năng lực suy luận ngược (inverse inference), giúp đề xuất khoảng giá trị tối ưu cho các thông số in như Layer Height, Nozzle Temperature hay Infill Density. Việc so sánh với dữ liệu kiểm thử cho thấy các đề xuất này có độ khớp cao với thực tế, đồng thời vẫn đảm bảo độ chính xác đầu ra nếu có sai lệch nhỏ – cho thấy tính linh hoạt và khả năng ứng dụng thực tiễn cao của mô hình. Ngoài ra, kết hợp với phân tích thống kê ANOVA đã nâng cao tính giải thích và hiệu quả tính toán, giúp mô hình vừa mạnh mẽ vừa khả giải. Tổng thể, nghiên cứu đã chứng minh rằng kết hợp học máy và thống kê hiện đại có thể mang lại công cụ hiệu quả, trực quan và ứng dụng thực tiễn cao cho tối ưu hóa quy trình in 3D – một trong những trụ cột công nghệ trong thời đại sản xuất thông minh.
Mặc dù kết quả đạt được là tích cực, nghiên cứu vẫn còn một số giới hạn và mở ra nhiều hướng mở để phát triển sâu hơn trong tương lai: (i) Mở rộng quy mô dữ liệu: Mô hình hiện tại được huấn luyện trên một tập dữ liệu nhỏ (50 mẫu). Trong tương lai, việc mở rộng quy mô thí nghiệm hoặc tích hợp dữ liệu từ nhiều dòng máy in khác nhau (có thể sử dụng kỹ thuật transfer learning) sẽ giúp tăng độ tin cậy và tính phổ quát của mô hình. (ii) Tích hợp thời gian thực (real-time feedback): Một hướng đi đầy tiềm năng là kết nối mô hình học máy với cảm biến và hệ thống điều khiển máy in để đưa ra các điều chỉnh tức thời trong quá trình in. Điều này đòi hỏi phát triển thêm các mô hình dự báo có tính thời gian (time-series models) và cơ chế cập nhật mô hình online. (iii) Khai thác các mô hình học sâu (deep learning): Trong tương lai, việc thay thế hoặc kết hợp các thành phần base learners bằng mạng nơ-ron sâu (Deep Neural Networks, CNN, hoặc LSTM) có thể giúp mô hình hóa tốt hơn các tương tác phức tạp giữa tham số và kết quả in, đặc biệt khi quy mô dữ liệu đủ lớn.
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